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［摘 要］【目的】建立准确、高效的动态模型是优化控制策略、提升燃煤发电机组运行灵活性的关

键。【方法】提出一种基于物理信息神经网络的超超临界燃煤机组机炉协调系统动态建模

方法，用于预测主蒸汽压力、汽水分离器出口蒸汽焓值及发电功率等关键参数。该方法以

常规前馈神经网络为基本框架，通过将机炉能质转换基本动态规律以损失函数形式嵌入神

经网络的学习架构，使神经网络在学习数据特征的同时满足基本物理规律，实现模型准确

性、可解释性与泛化能力的提升。【结果】仿真结果表明，数据充足场景下，所提物理信

息神经网络方法单步和多步预测的决定性系数(R2)指标均高于 0.99；数据稀缺场景下，其

仍能维持较高的预测精度，主蒸汽压力多步预测的均方根误差（RMSE）指标相对误差低

于 1%，汽水分离器出口蒸汽焓值与发电功率多步预测的均方根误差指标相对误差低于

0.75%。数据充足和稀缺 2 种场景下所提物理信息神经网络方法的预测效果都显著优于传

统神经网络方法，证明了所提建模方法的有效性和优越性。【结论】研究成果为燃煤机组

机炉协调控制优化提供了高效可靠的建模新思路，对机组控制性能提升与灵活运行优化具

有重要意义。 
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Research on dynamic modeling of boiler-turbine coordination system for ultra- 

supercritical coal-fired units based on physics-informed neural network 
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Abstract: [Objective] In the context of the carbon neutrality objective and the ongoing global energy transition, the 

installed capacity of renewable energy power generation such as wind and solar energy is continuously increasing. 

Due to the unstable output of renewable energy sources, the role of coal-fired power plants in ensuring renewable 

energy accommodation and grid stability has become increasingly clear. [Methods] Establishing an accurate and 

efficient dynamic model is the key to improving the operational flexibility of coal-fired power plants, as it lays a 

solid foundation for the operation optimization and control strategies. For this reason, this paper proposes a novel 
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dynamic modeling method for the boiler-turbine coordination system of an ultra-supercritical coal-fired power plant 

based on the physics-informed neural network (PINN), with the core purpose of accurately predicting key 

operational parameters including main steam pressure, separator steam enthalpy and power generation. The 

proposed PINN takes the conventional feedforward neural network (FNN) as the basic network framework. 

Meanwhile, the basic dynamic physical laws of energy-mass conversion in the boiler-turbine coordination system 

are identified and embedded into the learning framework of the neural network in the form of loss functions. Such 

a design integrates the physical mechanisms of the plant with data-driven learning, thus enabling the network to 

effectively learn complex and highly non-linear data features while strictly satisfying basic physical laws of the 

boiler-turbine system. [Results] The verification results indicate that the proposed PINN model achieves improved 

overall accuracy, inherent interpretability and strong generalization ability. In data-sufficient scenarios, the 

coefficient of determination (R2) indexes of both one-step and multi-step predictions generated by the PINN method 

are both higher than 0.99, demonstrating excellent and robust fitting performance between the predicted values and 

the actual measured data. In data-scarce scenarios, which is common in practical engineering applications, the PINN 

method still maintains high prediction accuracy. The root mean square error (RMSE) index for multi-step prediction 

of main steam pressure is less than 1%, and the RMSE indexes for multi-step predictions of separator steam enthalpy 

and power generation are both less than 0.75%. In both scenarios, the prediction performance of the proposed PINN 

method is significantly superior to that of the traditional neural network, which further verifies the effectiveness and 

superiority of the proposed modeling method. [Conclusion] This study provides an effective dynamic modeling idea 

for the boiler-turbine coordinated system, which is of great significance for improving the control performance and 

flexibility of ultra-supercritical coal-fired power plants in engineering applications. 

Key words: ultra-supercritical coal-fired unit; boiler-turbine coordination system; dynamic modeling; deep 

learning; physics-informed neural network 

随着风、光等波动性可再生能源发电装机容  

量持续增加[1]，国家对煤电保障新能源消纳和电网 

稳定的“顶梁柱”和“压舱石”定位愈加清晰[2]。   

2025 年 3 月，国家发展改革委、国家能源局发布

了《新一代煤电升级专项行动实施方案（2025—

2027 年）》，对煤电机组深调、快调、清洁、智能运

行提出了更高要求，强调煤电要在新型电力系统中

更好发挥兜底保障和支撑调节作用[3]。 

燃煤发电机组（coal-fired power plants，CFPPs）

是包含流体压缩输运、换热、热功转化、机械传动等

多类型设备，涉及多种能质流动、转化过程耦合的复

杂系统[4]。建立燃煤发电机组的动态模型，掌握各关

键变量间的相互关联是优化控制策略、挖掘灵活潜

力、提升机组运行性能的关键[5]。然而，机组深调工

况迁移带来的特性大幅变化、快调动态过程中机理

认知不清的问题增加了燃煤发电机组的建模难度[6]。 

传统燃煤发电机组模型多采用机理建模方式

获得。Astrom[7]和 Bell[8]等人基于第一性原理建立了

160 MW 燃油机组协调系统的非线性微分方程模

型，并结合实验数据开展了部分模型参数的拟合修

正。Mello[9]对锅炉压力动态响应过程进行简化，仅

保留最核心的非线性特性，提出了适用于燃煤机组

的通用模型。尽管上述机理模型具有物理意义清

晰、动态规律描述可靠的优点，其建模过程依赖于

对过程机理和设计参数的深入掌握，且需建立大量

合理假设，建模和参数标定的难度较高 [10]。此  

外，机理模型由大量非线性代数、微分方程构成，

由于结构复杂、计算量大，不易直接支撑机组的运

行优化。 

燃煤机组的运行数据中包含大量反映机组特

性规律的信息。基于数据的模型辨识方法能从数据

中提取关键变量间的特征，无需依赖机组运行的过

程机理，为机组模型构建提供了另一种便捷、有效

的方式。Liu 等人[11]利用最小二乘法和模糊神经网

络方法分别建立了给定工况下直流锅炉模型。结果

显示，尽管最小二乘法建立的线性模型可在给定工

况点下取得较为准确的预测结果，当机组运行工况

转移时，模型精度将出现不同程度的下降；而模糊

神经网络通过其多层网络结构可有效拟合变量间

高度复杂的非线性关系，提高模型宽工况下的适应

能力。骆东阳[12]利用深度信念网络构建了燃煤发电

机组机炉协调系统的数学模型，吴林峰等[13]在深度

信念网络基础上加入粒子群优化，在数据样本可覆

盖的运行区间，所建模型拟合精度达到 93%以上。

尽管上述机器学习方法展现出强大的复杂非线性

动态拟合能力，但仍存在模型可解释性差、可靠性

低的不足。此外，模型性能高度依赖于数据，在数

据缺乏场景下，模型易出现严重失配问题。 

物理信息神经网络（physics-informed neural 

network，PINN）[14]能将先验物理知识直接嵌入神经
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网络框架，可显著提升模型的准确性和泛化能力，

克服传统机理建模和数据驱动建模存在的问题。

2018 年 Raissi 等人[15]首先提出利用 PINN 从不完整

的模型和不完整的数据中预测复杂过程动态特性

的方法。Bragone 等人[16]利用 PINN 对变压器的热

力学性能进行建模，在保证建模精度的同时降低了

常规神经网络对数据的依赖程度。Xiao[17]与 Wu[18]

等人采用 PINN 对连续搅拌罐反应器进行动态建

模，所建模型在预测精度和噪声数据处理方面的表

现均优于纯数据驱动和物理指导模型。Gokhale 等

人[19]将 PINN 应用于建筑能源管理领域，将建筑物

的双电阻-双电容（2R2C）热模型作为约束条件嵌

入神经网络，提高了模型的预测精度并降低了数据

需求。Kohtz 等人[20]将电池老化的物理规律纳入神

经网络，在数据稀疏条件下实现高准确度的电池健

康状态（SoH）预测。 

本文针对超临界燃煤发电机组深度调峰灵活

运行的需求，提出一种基于物理信息神经网络的机

炉协调系统建模方法。所提方法以前馈神经网络

（feedforward neural network，FNN）为基本框架，

通过将机炉能质转换基本动态规律嵌入神经网络

架构，建立兼具高准确性、可解释性与强泛化能力

的协调系统动态模型，为机组深调大范围变工况运

行控制优化提供模型基础。通过数据充足和数据稀

缺 2 种场景下与传统神经网络方法对比，验证了所

提出物理信息神经网络模型在机组深调大范围变

工况运行时预测的准确性和有效性。 

1 系统描述 

本文以某 1 000 MW 超超临界燃煤发电机组作

为研究对象。锅炉采用Π型布置、单炉膛、一次中

间再热，设计煤种为神华煤；汽轮机采用单轴四缸

四排汽布置，包含 10 个汽轮机级（3 个高压级、   

2 个中压级和 5 个低压级）；共设 8 级非调整级抽

汽，包括 3 台高压加热器、1 台除氧器和 4 台低压

加热器。燃煤发电机组结构如图 1 所示。 

图 1  1 000 MW 超超临界燃煤发电机组结构示意 

Fig.1 Structural diagram of a 1 000 MW ultra-supercritical coal-fired power generating unit 

机炉协调系统是燃煤发电机组协同锅炉、汽轮

机出力，对外追踪 AGC 指令，对内保证机组安全、

高效运行的关键。干态运行条件下，机组协调系统

通过合理调节给煤量 uB、给水流量 Dfw 和汽轮机调

节阀开度 θ 3 个主要输入变量 u，对主蒸汽压力 pst、

汽水分离器出口蒸汽焓值 hm 和发电功率 Ne 3 个关

键输出变量 y 进行控制调整。典型工况下机组机炉

协调系统的主要运行参数见表 1。Chen 等人[21]已采

用机理建模方法，建立了该超超临界燃煤发电机组

机炉协调系统完整动态机理仿真模型，并利用实际

运行数据完成了验证。该仿真平台将为本文 PINN

建模和验证提供数据支撑。 
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表 1 典型负荷工况下机组机炉协调系统的主要运行参数 

Tab.1 Main operating parameters of the unit’s boiler-

turbine coordination system under typical load conditions 

参数 100% BRL 75% BRL 50% BRL 

发电功率/MW 998.22 745.04 494.82 

主蒸汽压力/MPa 25.00 18.41 12.25 

汽水分离器出口蒸汽焓值/(kJ·kg–1) 2 667.81 745.05 494.83 

燃料量/(kg·s–1) 92.76 70.49 48.75 

主蒸汽阀门开度 0.80 0.75 0.70 

给水流量/(kg·s–1) 785.00 565.98 369.63 

2 物理信息神经网络机炉协调系统建

模方法 

图 2 展示了本文所提出的燃煤发电机组机炉协

调系统 PINN 建模思路。PINN 模型以前馈神经网络

（FNN）为基本框架，根据机炉协调系统的输入变 

量 u(t)，对输出变量 y(t)进行预测。为表征各变量间

的动态关联，选取进入炉膛煤量 rB、汽水分离器出

口蒸汽压力 pm和焓值 hm 作为反映系统运行状态的

变量 x，使用上一时刻的状态 x(t–1)输入神经网络

对当前的状态 x(t)进行估计，通过反馈迭代实现模

型对系统未来输出的多步预测。 

为提升模型的准确性、鲁棒性及物理一致性，

将机组能质转换的基本动态规律以物理约束式监

督策略融入神经网络的训练框架。该策略通过计

算预测状态及输出变量与机组动态机理方程的偏

差构建物理损失项。将物理损失项纳入神经网络

的损失函数中，通过反向传播算法更新网络参数，

实现“数据驱动拟合”与“过程物理约束”的协同

优化。 

 

图 2 本文所提物理信息神经网络框架 

Fig.2 Schematic diagram of framework of the proposed physics-informed neural network 

2.1 神经网络基本框架 

本文选择常规前馈神经网络作为 PINN 的基本

框架。该神经网络由输入层、若干隐含层及输出层

顺序连接而成，信息逐层前向传播。给定输入向量

I=[x(t–1), u(t)]，第𝑙层的前向传播过程可表述为： 

1l l l lz a  W b               (1) 

( )l l la f z                 (2) 

式中：zl 为第 l 层的加权输入；Wl 和 bl 分别为第 l

层权重矩阵和偏置向量；fl为第 l 层的非线性激活函

数；al 为第 l 层的输出。对于 L 层网络，其整体输

入输出 o=[x(t), y(t)]映射可表示为： 

ˆ ( ( ( ) ) )L L L l l l Lf f f I  o W W b b     (3) 

式中： ô 为预测输出。网络通过最小化损失函数

Loss(o, ô )进行训练，采用误差反向传播算法计算梯

度并更新参数。 

2.2 机炉协调系统物理规律获取 

机炉协调系统主要包含制粉系统、锅炉汽水系

统和汽轮机系统等关键模块。制粉系统的作用是将

原煤磨制成细度合格的煤粉输送至锅炉燃烧器，整

个过程存在较大输送延迟和磨煤惯性，为此，建立

如下一阶惯性叠加纯延迟环节模型，用于表征制粉

动态： 

B B

0

e

1

s

r u
c s






               (4) 

式中：rB、、c0、uB分别为进入锅炉煤粉量、迟延

时间、制粉惯性和煤量指令；s 为拉普拉斯算子。锅
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炉汽水系统的总吸热量 Q 与入炉煤量相关，计算公

式为[22]： 

0 BQ k r                (5) 

式中：k0 为煤粉的有效放热系数。 

汽水系统包含省煤器、水冷壁、过热器等受热

面，是系统热质传递的主要设备。汽水分离器中工

质焓值是直流锅炉汽水系统中可直观反映煤水比

的信号，因此选择汽水分离器中工质参数作为受热

段模型的集总参数。工质吸热过程的质量和能量守

恒方程可以表示为[23]： 

m
fw s

d 1
( )

d
D D

t V


           (6) 

m m
fw fw s s

d 1
( )

d

h
D h D h Q

t V


         (7) 

式中：m为分离器出口蒸汽密度；V 为受热面容积；

Dfw 为给水流量；Ds 为过热器出口蒸汽流量；hm为

分离器出口蒸汽焓值；hfw 为给水焓值；hs为过热器

出口蒸汽焓值。 

式(7)可进一步整理为用工质压力、焓值表达的

形式： 

m m
11 12 fw s

d d

d d

p h
b b D D

t t
          (8) 

m m
21 22 fw fw s m

d d

d d

p h
b b D h lD h Q

t t
        (9) 

m
11

m

b V
p





             (10) 

m
12 m

m

b V h
h

 
  

 
             (11) 

m
21 m

m

1b V h
p

 
  

 
           (12) 

sm
22 m m

m m

;   
h

b V h l
h h



 

   
 

       (13) 

式中：pm为分离器出口蒸汽压力。 

喷水减温器体积相对较小，忽略动态变化过

程，其质量和能量平衡方程用代数方程简化表示： 

s sw stD D D               (14) 

s s sw sw st stD h D h D h            (15) 

式中：Dsw为减温水流量；Dst为主蒸汽流量；hsw 为

减温水焓值；hst 为主蒸汽焓值。 

汽轮机系统包含高、中、低压缸以及给水回热

系统。进入汽轮机的蒸汽流量计算公式[24]为： 
1-

st st st

a aD p              (16) 

式中：为阀门系数；为主蒸汽阀门开度；pst 为主

蒸汽压力；st 为主蒸汽密度；为主蒸汽过热度系

数。汽轮机输出功率 Ne 可表示为[25]： 

e 1 st st st sw( )N k D h D h          (17) 

式中：k1 为汽轮机能量转化效率系数。 

对式(4)—式(13)进行整理归纳后，可获得如下

由微分方程和代数方程组成的机炉协调系统非线

性状态空间模型： 

d
( , )

d

( , )

f
t

g





 

x
x u

y x u

            (18) 

式中：输入变量 u=[uB, Dfw, μt]、状态变量 x=[rB, pm, 

hm]、输出变量 y=[pst, hm, Ne]，与神经网络模型的输

入、状态、输出保持一致。 

2.3 物理信息嵌入 

将上述机炉协调系统的物理规律嵌入神经网

络的损失函数作为机理约束，以提升神经网络的可

解释性与可靠性。物理信息网络的损失函数由数据

驱动部分的损失函数Loss,data和机理驱动部分的损失

函数 Loss,phy组合而成。数据驱动部分的损失函数用

于衡量模型预测结果与实际数据的差异，本文采用

均方误差（mean square error，MSE）MSE表征： 

2

oss,data i i

1

1
ˆ

N

i

L
N 

  o o            (19) 

式中：N 表示参与计算损失的样本数量。 

与机炉协调系统物理规律式(18)契合，物理规

律机理驱动部分损失函数包含微分方程损失函数

Loss,phy1 和代数方程损失函数 Loss,phy2，分别为： 
2

oss,phy1

1

ˆ1 d
ˆ( , )

d

N

i

L f
N t

 
x

x u       (20) 

2

oss phy2

1

1
ˆ ˆ( , )

N

i

L g
N 

 ， y x u        (21) 

式中：
ˆd

ˆ( , )
d

f
t


x
x u 为微分方程的网络逼近残差，表

征神经网络动态性能与过程机理的一致性；

ˆ ˆ( , )gy x u 为代数方程的网络逼近残差，表征神经

网络静态性能与过程机理的一致性。 

整体物理信息神经网络的损失函数 Loss设计为： 

oss oss,data 1 oss,phy1 2 oss,phy2L L L L          (22) 

式中：1和2 均为物理信息损失权重，用于平衡数

据驱动部分和物理模型驱动部分的损失。 

3 物理信息神经网络训练 

3.1 训练数据采集及预处理 

本文以文献[21]建立的燃煤发电机炉协调系统 
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动态机理模型为验证平台，开展数据采集及 PINN

模型的辨识与测试研究。为确保样本覆盖机组常见

的负荷工况及升降负荷典型场景，在 50%~100%工

况下运行机理模型，采集可反映机组变工况动态特

性的输入、状态和输出变量数据，用于 PINN 建模。 

考虑模型各相关变量间数量级差异显著，采用

如式(23)所示的 Z-Score 归一化方法对数据进行标

准化处理，将其映射至零均值、单位方差的分布区

间，以消除不同物理量纲对 PINN 训练的干扰： 

alue
alue,norm

V
V






             (23) 

式中：Value 为原始数据值；Value,norm 为归一化值；

和分别为数据集的均值和标准差。 

3.2 神经网络设置 

物理信息神经网络采用基本的深度全连接架

构，设置多个隐含层，所有隐含层都采用双曲正切

函数作为激活函数，输出层采用线性激活函数。隐

含层的神经元数量采用“先升后降”的对称结构，

通过调整架构超参数，确定了 3 层隐含层，神经元

个数分别为 32、64、32 的网络结构，兼顾网络的非

线性表征能力和训练过程的数值稳定性。 

采用 SGD 优化器进行物理信息神经网络的训

练，初始学习率设为 0.001，采用余弦退火策略实施

学习率衰减。为了防止过拟合，实时监测训练损失

和验证损失，当验证损失在预设迭代次数后无改善

则终止训练，从而提升训练效率和模型可靠性。 

3.3 评价指标 

采用以下 2 个统计指标评估模型预测结果[26]。 

3.3.1 决定性系数 

决定性系数（R2），体现了模型对实验数据的适

应性。R2 的值越接近 1，模型对实验数据的拟合度

就越高。R2 被定义为： 

2
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         (24) 

式中：N 为样本量；o 为所有测试样本实测平均值。 

3.3.2 均方根误差 

均方根误差（root mean square error，RMSE）RMSE

表示模型与数据的绝对拟合能力，其计算公式为： 

2

RMSE

1

1
ˆ( )

N

i i

i

o o
N




         (25) 

4 模型验证 

为了验证本文所提 PINN 模型在预测准确性和

泛化能力方面的性能，分别在训练集数据充足和数据

稀缺的情况下开展模型训练，并与不考虑物理规律 

嵌入的常规 FNN 方法进行性能对比。FNN 神经网络

与 PINN 的神经网络结构与学习参数设置完全一致。 

4.1 数据充足场景下模型性能分析 

为验证数据充足场景下 PINN 的预测性能，将

覆盖机组 50%~100%运行工况的完整数据集按照

70%、15%、15%的比例随机划分为训练集、验证集

和测试集。图 3 和表 2 展示了 PINN 和 FNN 模型单

步预测的结果。单步预测利用当前时刻的实际数据

对下一时刻的机组输出进行预测，重点评估模型在

不同输入条件下学习过程特征的能力。 

 

 

 

图 3 数据充足场景下 PINN 和 FNN 的单步预测性能对比 

Fig.3 Comparison of single-step prediction performance 

between PINN and FNN in data-sufficient scenarios 

图 3 所示的主蒸汽压力、汽水分离器出口蒸汽

焓值、发电功率单步预测结果表明，FNN 与 PINN

模型均展现出良好的特征学习能力，预测曲线整体

上能够较好地跟踪实际值变化趋势。其中，PINN 在

各输出变量上都表现出更好的预测精度，尤其在运

行工况动态变化过程中，可准确跟随实际曲线的升

降拐点，预测误差较小。 

表 2 的评价指标结果显示，所提出的 PINN 模
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型与 FNN 模型的 R2 指标相近，都达到 0.99 以上，

但均方根误差指标明显降低，尤其是发电负荷的均

方根误差相比 FNN 减小近 50%，体现出 PINN 模

型更高的预测准确性和可靠性。 

表 2 数据充足场景下 PINN 和 FNN 的单步预测性能指标对比 

Tab.2 Comparison of single-step prediction performance metrics between PINN and FNN in data-sufficient scenarios 

神经网络模型 指标 主蒸汽压力 汽水分离器出口蒸汽焓值 发电负荷 

FNN 
R2 0.999 2 0.995 5 0.998 7 

RMSE 0.048 2 4.442 5 2.309 6 

PINN 
R2 0.999 7 0.996 5 0.999 6 

RMSE 0.030 8 3.941 9 1.281 6 

图 4 和表 3 展示了 PINN 与 FNN 模型的多步

预测性能对比结果。与单步预测不同，多步预测采

用递归方式，将先前的预测状态作为后续步骤的输

入，能够更全面地评估模型捕捉非线性过程行为的

能力，并反映预测误差在实际闭环应用中的传播特

性。准确的多步预测对于机组负荷升降过程中的优

化控制至关重要。 

图 4 所示的主蒸汽压力、汽水分离器出口蒸汽

焓值、发电功率多步预测结果表明，由于网络预测

误差累积，多步预测误差明显高于单步预测结果。

FNN 模型整体跟踪精度偏低，部分时段的主蒸汽压

力预测出现局部趋势偏离的问题，汽水分离器出口

蒸汽焓值预测存在明显的跟踪滞后性，发电功率预

测则在动态工况下表现出显著的响应延迟。相比之

下，PINN 模型预测结果在整个预测时域内仍能与

实际值保持趋势一致并维持较高的跟踪精度。表 3

的评价指标进一步量化验证了这一结论。FNN 模型

的多步预测性能显著降低，尤其是汽水分离器出口

蒸汽焓值，FNN 模型 R2指标仅为 0.947 6，均方根

误差为 15.217 8。而所提出的 PINN 模型仍保持了

较高预测性能，所有参数的 R2 指标仍稳定在 0.99

以上，充分体现出 PINN 模型在多步预测场景下更

优的准确性与可靠性。 

 

图 4 数据充足场景下 PINN 和 FNN 的多步预测性能对比 

Fig.4 Comparison of multi-step prediction performance 

between PINN and FNN in data-sufficient scenarios 

表 3 数据充足场景下 PINN 和 FNN 多步预测性能指标对比 

Tab.3 Comparison of multi-step prediction performance metrics between PINN and FNN in data-sufficient scenarios 

神经网络模型 指标 主蒸汽压力 汽水分离器出口蒸汽焓值 发电负荷 

FNN 
R2 0.995 8 0.947 6 0.998 6 

δRMSE 0.112 1 15.217 8 2.411 9 

PINN 
R2 0.997 6 0.991 9 0.999 6 

δRMSE 0.084 6 5.995 1 1.363 3 

4.2 数据稀缺场景下模型性能分析 

在实际应用中，覆盖所有工况的优质数据常难

以完全获得，使得数据驱动模型难以充分发挥自身

的学习能力，模型准确性和可靠性受限。因此，本

节验证 PINN 模型在数据稀缺场景下的性能，从覆 

盖 50%~100%运行工况的 200 组完整数据集中选取

60 组工况用于模型训练，仅覆盖负荷区间为 80%~ 

60%的降负荷工况和负荷区间为 60%~70%的升负

荷工况。图 5 对比了 FNN 和 PINN 模型在训练数据

稀缺场景下的多步预测结果。图 5 中，第 1 组—第
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60 组工况数据为训练数据，FNN 模型对主蒸汽压

力、汽水分离器出口蒸汽焓值和发电功率的均方根

误差的相对误差都小于 0.75%，而 PINN 模型的均

方根误差的相对误差都小于 0.25%，表明有限训练

数据在 2 种模型中均得到了有效利用。第 61 组—

第 200 组工况中涉及训练数据中未观测的工况，其

预测结果体现出了模型在训练数据覆盖不全情况

下的泛化性能。结果显示，FNN 模型在未观测工况

下的预测误差大幅跃升，难以做出准确预测。相比

之下，PINN 模型仍表现出持续较低的预测误差，主

蒸汽压力的均方根误差的相对误差低于 1%，汽水

分离器出口蒸汽焓值和发电功率的均方根误差的

相对误差都低于 0.75%。对比结果表明，通过在未

观测区域强制物理一致性，PINN 模型改善了模型

外推性能，具有较好的泛化能力和模型可靠性。 

 

图 5 数据稀缺场景下 FNN 和 PINN 的预测误差对比 

Fig.5 Comparison of prediction errors between FNN and 

PINN in data-scarce scenarios 

5 结  论 

本文提出一种基于物理信息神经网络的机炉

协调系统建模方法，通过将机炉能质转换基本动态

规律以损失函数形式嵌入神经网络训练过程，实现

了预测精度与泛化性能的双重提升。与常规前馈神

经网络的对比结果表明： 

1）数据充足场景下，所提物理信息神经网络

对主蒸汽压力、汽水分离器出口蒸汽焓值及发电功

率的单步和多步预测 R2指标均高于 0.99，均方根误

差指标显著低于常规前馈神经网络。 

2）数据稀缺场景下，所提物理信息神经网络

仍维持较高的预测精度，主蒸汽压力多步预测的均

方根误差指标相对误差低于 1%，汽水分离器出口

蒸汽焓值与发电功率多步预测的均方根误差指标

相对误差低于 0.75%，性能显著优于常规前馈神经

网络，表明其具有较好的可靠性和泛化能力。 
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