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［摘 要］【目的】氮氧化物（NOx）排放量是燃气轮机燃烧室的重要环保指标，NOx 快速精准预测有

助于燃烧优化与低排放控制。针对传统基于数值模拟进行预测时计算成本高、数据驱动单

一模型泛化能力有限的问题，提出 NOx 排放预测的基于异质基学习器与 TabNet 元学习器

的堆叠集成学习框架。【方法】该框架采用 XGBoost、支持向量机（support vector machine，

SVM）、随机森林（random forest，RF）和多层感知机（multi-layer perceptron，MLP）4 种

异质基学习器，从不同学习范式生成初级预测；继而引入专为表格数据设计的 TabNet 模

型作为元学习器，利用其顺序注意力机制动态融合基学习器输出。【结果】在经预处理的

微混燃烧室实验数据集上，所提堆叠集成模型的预测性能优于所有单一基学习器，其均方

根误差和平均绝对误差分别低至 0.784 0 mg/m³和 0.173 0 mg/m³。通过动态训练-稳态测试

的跨工况验证，模型表现出良好的泛化能力。基于 SHAP 的可解释性分析表明，一、二级

燃料流量是影响 NOx 预测的最关键特征。【结论】所提出的堆叠集成学习框架能有效提升

燃烧室 NOx 排放的预测精度与泛化能力，其关键特征识别结果与燃料分级燃烧的物理机理

一致。 
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Abstract: [Objective] Nitrogen oxide (NOx) emissions are a crucial environmental indicator for gas turbine 

combustors, and their accurate and rapid prediction plays a vital role in combustion optimization and low-emission 

control. To address the high computational cost of traditional numerical simulations and the limited generalization 

capability of single data-driven models, as well as the respective shortcomings of neural networks and ensemble 

learning methods in tabular data processing and small-sample generalization found in existing research, this study 

proposes a stacked ensemble learning framework based on heterogeneous base learners and a TabNet meta-learner, 

aiming to integrate the advantages of multiple models to enhance prediction accuracy and cross-condition 

adaptability. [Methods] The framework employs four heterogeneous base learners—XGBoost, Support Vector 

Machine (SVM), Random Forest (RF), and Multi-Layer Perceptron (MLP)—which represent four distinct learning 
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paradigms, namely Boosting, kernel methods, Bagging, and neural networks, to generate initial predictions from 

perspectives of different bias-variance trade-offs and feature representations. Subsequently, TabNet, a model 

specifically designed for tabular data, is introduced as the meta-learner to leverage its sequential attention 

mechanism for instance-wise feature selection, dynamically integrating the base learner outputs. During the model 

training process, a Bayesian optimization strategy is adopted for efficient hyperparameter tuning of the key base 

learners, utilizing the root mean square error from 5-fold cross-validation as the objective function to avoid local 

optima. [Results] Evaluated on a preprocessed experimental dataset from a micro-mixing combustor, the proposed 

stacked ensemble model demonstrates significantly better prediction performance than all individual base  

learners, achieving a root mean square error (RMSE) and mean absolute error (MAE) as low as 0.784 0 mg/m³ and 

0.173 0 mg/m³, respectively. Cross-condition validation, using dynamic data for training and steady-state data for 

testing, shows that the model exhibits good generalization capability, with an RMSE of 3.647 1 mg/m³ and an MAE 

of 1.426 2 mg/m³, indicating strong generalization performance. Furthermore, interpretability analysis based on 

SHapley Additive exPlanations (SHAP) indicates that the primary and secondary fuel flow rates are the most critical 

features affecting NOx prediction. This finding aligns closely with the physical mechanism wherein the temperature 

in the primary combustion zone, influenced by staged fuel combustion, governs thermal NOx formation, thereby 

enhancing the physical plausibility of the model predictions. [Conclusion] The proposed stacked ensemble learning 

framework can effectively improve the prediction accuracy and generalization capability for NOx emissions from 

combustors. Its architecture, which integrates heterogeneous learners with an attention-based meta-learner, provides 

a high-precision and interpretable data-driven solution for combustion emission prediction. The identification of 

key features is consistent with the physical mechanism of staged fuel combustion, demonstrating promising 

potential for engineering applications. 

Key words: micro-mixing combustor; NOx emission prediction; stacking ensemble learning; SHAP analysis 

氮氧化物（NOx）是典型的大气污染物，可导致

酸雨、臭氧层耗竭并引发呼吸道疾病[1-2]。在能源结

构低碳化转型的背景下，高效率、清洁的大功率燃

气轮机成为发展重点[3-5]。然而，燃烧室高温环境引

发 NOx 生成问题制约了燃气轮机的环保性能。传统

基于详细化学反应的数值模拟计算成本高昂，而离

线实验测量周期长、成本高，二者均难以满足燃烧

室的状态监测与优化需求。因此，开发基于关键操

作参数快速、准确预测 NOx 排放的数据驱动模型，

对于控制燃气轮机污染物排放具有重要意义[6-7]。 

机器学习相较于传统建模具有独特优势，其无

需依赖复杂化学反应机理即可建立高精度预测  

模型，同时具备良好的实时响应特性，能够有效  

满足燃烧过程在线监测的时效性需求。当前基于机

器学习的 NOx 排放预测研究主要采用神经网络模

型与梯度提升决策树（gradient boosting decision 

tree，GBDT）等集成算法。在神经网络方面，Su 等

人[8]提出一种结合 DBSCAN（density-based spatial 

clustering of applications with noise）、Savitzky-Golay

滤波器（Savitzky-Golay filter）、多层残差网络与改

进 Informer 的 SGM-Resinformer 模型，用于预测燃

气轮机中 CO 与 NOx 的混合排放。Yousif 等人[9]提

出了一种结合前馈神经网络与采用 k 最近邻算法

（k-nearest neighbors，KNN）优化随机数策略的粒

子群优化算法的混合模型，通过邻域成分分析选择

特征，预测燃气轮机的 NOx 排放。Li 等人[10]提出了

一种基于改进 Transformer 编码器的轻量级增强模

型，通过引入因果卷积模块和正则化策略，实现了

对燃气轮机 NOx 排放的快速预测。姚顺春等[11]结合

最大信息系数（maximal information coefficient，

MIC）、主成分分析（principal component analysis，

PCA）和长短时记忆（long short-term memory，

LSTM）神经网络，提出了混合模型，用于预测垃圾

焚 烧 炉 选 择 性 催 化 还 原 （ selective catalytic 

reduction，SCR）脱硝系统出口的 NOx 排放。张鹏

新等 [12]结合鲸鱼优化算法（whale optimization 

algorithm，WOA）和 LSTM 神经网络，提出了 WOA-

LSTM 混合模型，用于预测循环流化床机组深度调

峰运行过程中的 NOx 排放。王勇权等[13]提出了一种

结合卷积神经网络、门控循环单元和多头注意力机

制的混合模型（CNN-GRU-MHA），实现了循环流化

床机组在稳态与变负荷工况下 NOx 排放的动态预

测。在集成算法方面，Hoque 等人[14]通过对比多种

传统与集成机器学习算法在燃气轮机 NOx 排放预

测中的性能，发现集成方法尤其是 CatBoost

（categorical boosting）在预测精度上显著优于传统

方法。Naghibi A[15]比较了 bagging 与 boosting 2 种集

成学习方法在工业燃气轮机长期性能预测中的应

用，结合 PCA 有效解决了多重共线性问题。Coelho

等人[16]提出了一种基于特征工程与深度森林回归

器相结合的建模流程，用于预测燃气轮机中 CO 和

NOx的排放。 
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现有研究多采用神经网络或集成学习等单一

模型预测 NOx排放。然而，这些方法各有局限：深

度神经网络结构复杂、训练成本高，对表格数据特

征交互学习效率不高，易在小样本下过拟合[17-18]；

另一方面，梯度提升决策树等集成方法在表格数据

中表现稳健，但其加法模型结构在拟合复杂非线性

模式时表征能力有限。 

为了克服单一模型的不足，发挥不同模型的 

互补优势，本文提出一种堆叠集成模型框架，选  

取极端梯度提升 [19] （ extreme gradient boosting, 

XGBoost）、支持向量机（support vector machine, 

SVM）[20]以及多层感知机（multi-layer perceptron, 

MLP）[21]与随机森林（random forest, RF）[22]，分别

从 Boosting、核方法、神经网络和 Bagging 等不同

机制建模。进一步引入专为表格数据设计的 TabNet

作为元学习器，构建两阶段预测架构，以提升对微

混燃烧室 NOx排放的预测精度，并通过可解释性分

析增强结果在物理机理上的可信度。 

1 堆叠集成学习框架 

本文提出的 NOx 排放预测堆叠集成学习框架

如图 1 所示，采用两级级联结构。第 1 层由 4 个异

质的基学习器（XGBoost、SVM、随机森林、MLP）

组成，基于不同的机器学习算法对原始输入特征进

行学习并生成初级预测。第 2 层为元学习器，采用

专为表格数据设计的 TabNet 模型，它将第 1 层输

出的初级预测结果拼接成一个新的特征矩阵作为

输入，通过其内在的顺序注意力机制，动态学习各

基学习器预测之间的非线性交互关系，并输出最终

的 NOx 排放预测值。 

 

图 1 堆叠集成学习框架 

Fig.1 Stacking ensemble learning framework 

1.1 基学习器介绍 

为提升基学习器多样性，本文选取了XGBoost、

SVM、RF 与 MLP 4 种原理不同的代表性算法。它

们分别属于 Boosting、核方法、Bagging 和神经网络

范式。Boosting 通过序列化建模降低预测偏差，

Bagging 通过并行化聚合控制模型方差，核方法基

于结构风险最小化原则保障泛化稳健性，神经网络

则具备非线性拟合能力。这些模型在偏差-方差特

性、风险控制和特征表达上各有侧重，能为元学习

器提供互补的预测信息，从而提升最终预测模型的

稳健性与准确性。 

XGBoost 作为 Boosting 类型的代表，其模型架

构如图 2 所示。具体而言，对于给定的数据集，

D={xi, yi}(i=1, 2, …, n, xi∈Rm, yi∈R)，xi为 m 维的

特征向量，yi 为目标值。对于预测值
iŷ 有： 

1

( ), 
M

i k i k

k

ŷ   


  x           (1) 

式中：为回归树的空间，=((x)=(x))。这里

表示每棵树的结构，它将一个样本映射到对应的叶

节点索引。每个k 对应一个独立的树结构和叶子

权重。 

 

图 2 XGBoost 模型结构示意 

Fig.2 Schematic diagram of the XGBoost model structure 

为了学习模型中使用的函数集合，需要最小化

以下损失函数: 
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定义 ju=(i|(xi=u))为叶子 u 的集合，则最优叶
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支持向量机作为核方法的代表，其核心思想是

基于结构风险最小化原则，在高维特征空间中寻找 
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最优回归超平面。对于给定的数据集，SVM 的优化

目标可表述为最小化以下损失函数： 

2

,

1

1
min

2

n

w b i

i

C 


 w          (4) 

其约束条件为 yi– <w, 1>–b< +i。式中：i 为通过

核函数实现的非线性映射；为不敏感损失参数；

C>0 为惩罚系数；i 为松弛变量；w 为超平面向量。

该模型通过最大化间隔并控制预测误差，在保证拟

合精度的同时提升泛化能力。 

随机森林采用 Bagging 集成策略，通过

Bootstrap 抽样生成多个训练子集并独立构建决策

树，同时在节点分裂时引入特征随机选择机制。这

种双重随机化过程有效降低了模型的方差，提升了

预测的稳定性和泛化能力。 

多层感知机以前馈神经网络架构为基础，通过

多层非线性变换建立从输入到输出的复杂映射关

系。对于一个包含 L 个隐含层的 MLP，令第 l 层

（l=1, …, L）的权重矩阵和偏置向量分别为 Wl和 bl，

并设激活函数为·。则该网络第𝑙层的输出 hl为： 

-1( )l l l lh h W b             (5) 

模型通过反向传播算法最小化均方误差损失函数： 

2

1

1
( )

n

i l i

i

L y h
n 

  x           (6) 

逐层更新网络参数
1{ ,  }L

l l lW b ，使 MLP 能够

自动学习数据中的层次化特征表示。 

1.2 TabNet 模型介绍 

本文选用 TabNet 作为元学习器，因其专为表格

数据设计，能有效捕捉基学习器输出间的复杂非线

性关系[23]。其核心的顺序注意力机制可实现实例级

特征选择，即针对每一个输入样本，动态地筛选出

最相关的一部分基学习器预测结果进行后续处理，

而非平等对待所有特征。 

TabNet 结构如图 3 所示，TabNet 采用多步的决

策过程实现上述功能。在每一步中，模型学习一个

稀疏的注意力掩码，该掩码为每个样本选择当前步

骤最关键的少量特征。为鼓励多特征探索，引入特

征使用先验以惩罚重复选择。被选中的特征子集随

后送入一个共享-专用的特征变换器中进行非线性

处理。每一步的输出分为两部分：一部分直接贡献

于该步的决策，另一部分作为状态信息传递至下一

步，以指导后续的特征选择。最终，所有步骤的决

策输出被聚合，形成元学习器的最终预测。 

这种方式使 TabNet 能够学习基学习器预测之

间复杂的非线性交互关系，并根据样本动态调整整

合策略，从而更好利用异质信息。

 

图 3 TabNet 结构示意 

Fig.3 Schematic illustration of the TabNet architecture
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1.3 超参数优化 

对于集成学习算法而言，超参数的配置对模型

性能至关重要。采用传统的网格搜索或随机搜索方

法，不仅计算成本高昂，且难以高效地找到最优解。

因此，本文采用贝叶斯优化作为超参数搜索策略。

与前述方法不同，贝叶斯优化通过构建目标函数的

概率代理模型，来主动学习超参数与模型性能之间

的映射关系[24]。目标函数通过 5 折交叉验证计算均

方根误差。针对每个基学习器，独立进行优化迭代

共 100 次，以避免陷入局部最优。贝叶斯优化流程

如图 4 所示。 

考虑到不同模型的特性和计算效率，采用了差

异化的超参数优化策略。对于超参数空间较大且对

最终性能影响显著的 XGBoost 和随机森林模型，采

用贝叶斯优化以自动化寻找其最优配置，贝叶斯超

参数空间三维可视化如图 5 所示。 

对于 SVM，其超参数较少，采用有限范围的网

格搜索即可快速确定稳健取值。对于 MLP 和元学

习器 TabNet，由于其神经网络结构导致单次训练耗

时显著，若进行需多次模型拟合的贝叶斯优化将带

来极高的时间成本。因此，为在可接受的总训练时

间内完成调优，对二者采用网格搜索策略。4 种基

学习器的最终超参数设置见表 1，元学习器 TabNet

的超参数 n_a、n_d、n_steps、lr 分别设置为 128、

128、5、0.002。 

 

图 4 贝叶斯优化流程 

Fig.4 Flowchart of the Bayesian optimization process 

        

图 5 贝叶斯超参数空间三维可视化 

Fig.5 Three-dimensional visualization of the Bayesian hyperparameter optimization space

表 1 基学习器超参数设定 

Tab.1 Hyperparameter settings of the base models 

模型 超参数 设定值 

XGBoost Estimators 4 423 

 Max Depth 30 

 Learning Rate 0.01 

随机森林 Estimators 394 

 Max Depth 30 

 Max Feature 0.3 

SVM kernel rbf 

 C 1.0 

 epsilon 0.1 

MLP 隐含层结构 (100, 50) 

 激活函数 ReLU 

 Learning Rate 0.01 

 epoch 1 000 

2 实验数据与处理 

2.1 实验系统与数据采集 

实验数据来源于某微混燃烧室。其喷嘴由 95 根

直径为 8 mm 的微管按特定比例分级排列构成，其

中一级微管 28 个、二级 22 个、三级 45 个。三级微

管的数量比例决定了燃烧室进口空气流量的分配

比例。实验采用市政天然气作为燃料，通过高精度

传感器采集系统状态参数。为构建模型，筛选出  

10 个关键输入特征，包括进口空气压力、进口空气

温度、空气总流量、燃料总流量以及 3 个分级的燃

料流量与当量比。各级当量比由对应燃料流量与空 
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气流量计算得出。目标变量为燃烧室出口的 NOx排

放质量浓度，由排气段烟气分析仪连续测量。表 2

列出了输入特征选取与取值范围。 

表 2 输入特征选取与取值范围 

Tab.2 Selection and value ranges of input features 

特征 最小值 最大值 

进口空气压力/kPa 148.55 1 024.65 

进口空气温度/K 337.09 601.73 

空气总流量/(kg·s–¹) 0.69 2.62 

燃料总流量/(g·s–¹) 7.66 39.14 

一级燃料流量/(g·s–¹) 0.002 6 18.38 

二级燃料流量/(g·s–¹) 0.001 1 12.37 

三级燃料流量/(g·s–¹) 0.000 48 8.38 

一级当量比 0.028 0.66 

二级当量比 0.032 0.65 

三级当量比 0.027 0.15 

2.2 数据预处理与数据集划分 

为了保证模型训练的稳健性，对数据进行预处

理。首先，采用 z-score 方法剔除全局离群值。其次，

仅使用训练集数据计算均值和标准差，并对所有特

征进行 z-score 标准化。最后，随机划分训练集与测

试集，并固定随机数种子为 42，以保证结果可复现。

此流程避免了数据泄露。 

为了评估模型对动态过程的预测能力，训练与

验证均使用动态数据。原始数据集共 69 000 个样

本，清洗后得到 64 945 个有效样本。将其按 80%与

20%的比例随机划分为训练集与测试集。 

2.3 评估指标 

本文采用均方根误差RMSE（root mean squared 

error，RMSE）、平均绝对误差MAE（mean absolute 

error，MAE）以及决定系数（R²）3 种评价指标，

其数学定义如下： 
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式中：yi 代表真实值；ˆ
iy 代表预测值；y 代表样本平

均值； n代表总样本数。 

3 结果与讨论 

3.1 堆叠集成模型与基学习器性能对比 

为评估堆叠集成模型的动态预测性能，本文以

XGBoost、随机森林、支持向量机和多层感知机作

为基学习器，并以 TabNet 为元学习器构建集成模

型，得到各模型性能指标对比如图 6 所示。由图 6

可见，在动态测试集上，堆叠集成模型的均方根误

差与平均绝对误差均低于所有基学习器，表明其预

测精度更高且更稳定。 

 

 

图 6 各模型性能指标对比 

Fig.6 Comparison of performance metrics for different 

models 

堆叠集成模型的优势源于其融合架构能综合

利用各基学习器的优势。一方面，异质基学习器提

供了互补的预测视角。XGBoost、随机森林、支持向

量机和多层感知机分别基于 Boosting、Bagging、核

方法及神经网络范式，从偏差优化、方差控制、结

构风险最小化及非线性映射等不同角度建模，为元

学习器提供了多样化的初级预测特征。另一方面，

元学习器 TabNet 实现了动态融合。其顺序注意力机

制能动态评估各基学习器预测的重要性，并进行非

线性整合，生成更精确的预测。 

3.2 稳态工况分析 

为检验所提模型在训练数据分布之外的泛化

能力，进行了跨工况验证：将在动态数据集上训练

完成的堆叠集成模型及各基学习器，直接应用于独

立的稳态测试集进行预测。 

首先采用统一流形逼近与投影（uniform mani-

fold approximation and projection，UMAP）方法[25]

对稳态与动态数据的分布进行降维可视化，结果如

图 7 所示。稳态数据点（橙色）与动态数据点（蓝

色）在降维空间中交织，边缘分布基本重叠。这表明
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稳态工况的参数范围未明显偏离动态训练数据所覆

盖的特征空间主体，为后续泛化评估提供了依据。 

 

图 7 稳态数据与动态数据 UMAP 可视化 

Fig.7 UMAP visualization of the distribution of steady-state 

and dynamic data 

各模型在稳态测试集上的预测结果如图 8 所

示。稳态测试集中 NOx 实际排放质量浓度的统计分

析显示，其范围为 13.80~171.37 mg/m³，平均值为

56.99 mg/m³，方差为 2 594.1，表明排放过程具有显

著的波动性。从时序变化来看，NOx 质量浓度呈现

阶段性波动：在样本序号 0–1 000 区间内，NOx 质

量浓度维持在 13.80~25.95 mg/m³的低水平，变化平

缓；在 1 000–1 500 区间内，NOx质量浓度呈阶梯式

上升，逐步突破 100 mg/m³并接近峰值；在 1 500–  

2 000 区间内，NOx质量浓度进入高波动状态，后期

虽回落至 20 mg/m³左右，仍有小幅波动。 

 

 

 

 

 

图 8 各模型预测曲线对比 

Fig.8 Comparison of prediction curves of different models 

对比各模型的预测曲线与实际浓度可见，堆叠

集成模型的预测曲线与实际值贴合最为紧密，即使

在高波动阶段仍能较好捕捉 NOx 质量浓度变化趋

势。定量结果表明，堆叠集成模型的均方根误差为

3.647 1 mg/m³，平均绝对误差为 1.426 2 mg/m³，在

所有模型中最优，进一步验证了其在稳态工况下仍

具有优异的泛化能力和预测精度。 

3.3 模型可解释性及效率分析 

为深入探究各基学习器的决策机制并验证其预

测行为与物理机理的一致性，针对 XGBoost 与随机

森林 2 种基学习器进行了可解释性分析。通过 SHAP

方法[26]量化了不同输入特征对 NOx 排放预测的贡

献度。图 9 展示了 2 个基学习器的特征重要性排序

结果，即其及 SHAP 分析。由图 9 可见，尽管不同

模型在特征权重的具体分配上存在细微差异，但呈

现出一致的总体趋势。SHAP 分析显示一级燃料流

量是对 NOx 排放预测最具影响力的特征，表明其对



156  2026 年 
 

http://rlfd.cbpt.cnki.net 

NOx 排放预测贡献最显著。其次，二级燃料流量与

进口空气压力是 NOx 排放影响次重要因素。 

 

 

图 9 基学习器 SHAP 分析 

Fig.9 SHAP analysis of the base models 

为理解关键特征与预测目标之间的关联，图 9

也给出了一级与二级燃料流量与 NOx 排放的实际

分布散点图。结果显示，一级与二级燃料流量与 NOx

排放呈现出清晰的正相关趋势，这主要是因为作为

主燃级燃料，一级与二级燃料流量的增加将直接导

致主燃区温度上升，从而促进热力型 NOx 的生成。 

在污染物排放监测与实时控制场景中，预测模

型不仅需具备高精度，还应满足工程部署中对推理

速度的实时性要求。如前所述，数据驱动模型相较

于传统数值模拟的一大优势在于其快速响应能力，

可支撑在线监测与实时调控。 

为量化分析各模型的推理效率，在相同硬件环境

（AMD R7 8845H，32GB RAM，RTX 4070 Laptop 

GPU）与软件框架下，对训练完成的各模型进行推理

耗时测试。测试数据为动态测试集中的 1 个批次，记

录每个样本的平均推理时间，结果见表 3。由表 3 可

知，在各基学习器中，MLP 推理速度最快，其次为

XGBoost 与随机森林，而 SVM 因核函数计算复杂度

较高，推理时间显著增加。堆叠集成模型的单样本推

理时间高于所有基学习器。这主要源于其串行架构：

在推理阶段，需要先并行执行 4 个基学习器的前向预

测，再将结果输入 TabNet 元学习器进行最终决策。 

表 3 各模型推理时间 

Tab.3 Comparison of inference time per sample for different 

models 

模型 单样本推理时间/ms 

XGBoost 0.189 0 

随机森林 0.526 4 

SVM 1.925 8 

MLP 0.071 3 

堆叠集成模型 2.125 1 

为了进一步分析堆叠模型的耗时构成，对其内

部推理过程进行了分解计时，结果显示，基学习器

总耗时为 2.000 5 ms，占总推理时间的 94.1%；堆叠

集成模型总耗时为 2.125 1 ms，TabNet 元学习器耗

时为 0.123 2 ms，仅占约 5.8%，其余时间为数据传

递与预处理开销。这表明堆叠模型的时间开销主要

来源于基学习器的串联执行。 

尽管堆叠集成模型的推理时间较单一基学习

器有所增加，但其在动态与稳态工况下均取得了最

优的预测精度。在实际工程中，2.125 1 ms 的单样

本推理时间仍远低于实时监测系统的延时阈值。因

此，在预测精度显著提升的前提下，该模型在精度

与效率之间取得了良好平衡，能够满足燃气轮机燃

烧过程在线监测与快速优化的实时性需求。 

4 结  论 

本文针对微混燃烧室 NOx 排放的快速预测问

题，提出了一种基于异质基学习器与 TabNet 元学习

器的堆叠集成学习框架，并采用 SHAP 方法对预测

结果进行可解释性分析，主要结论如下。 

1）提出了一种堆叠集成预测框架。该框架融合

了 XGBoost、随机森林、SVM 与 MLP 4 种异质基

学习器，并引入具有顺序注意力机制的 TabNet 作为

元学习器，结合了不同机器学习范式的优势，为 NOx

排放预测提供了一种高精度解决方案。 

2）模型在动态与稳态工况下均表现出优异的

预测性能与泛化能力。在动态测试集上，堆叠集成

模型的均方根误差与平均绝对误差分别降低至

0.784 0 mg/m³与 0.173 0 mg/m³，优于所有单一基学

习器。在未参与训练的稳态测试集上，该模型同样

取得最优预测结果，均方根误差为 3.647 1 mg/m³，

平均绝对误差为 1.426 2 mg/m³，表明其具有良好的

跨工况适应能力。 
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3）可解释性分析验证了模型的物理一致性。基

于 SHAP 的分析表明，一、二级燃料流量是对 NOx

排放影响最大的特征，这与燃料分级燃烧中主燃区

温度影响热力型 NOx 生成的基本机理相吻合，增强

了预测结果的物理可信度与工程应用价值。 
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