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［摘 要］【目的】燃煤电厂在我国电力系统中占据重要地位，精准预测燃煤电厂的 CO2排放对实现

节能减排的目标具有重要意义，为此，本文提出基于 CNN-BiLSTM-Attention 的燃煤电厂

CO2 排放短期预测模型。【方法】首先，通过分析燃煤机组负荷、SO2排放速度、NOx 排放

速度及环境变量等特征与 CO2 排放速度的相关性进行特征筛选，减少冗余信息对模型训练

的影响；然后，以筛选后的特征作为输入，构建融合卷积神经网络（convolutional neural 

network，CNN）、双向长短时记忆（bidirectional long short-term memory，BiLSTM）神经

网络和注意力机制的 CO2 排放预测模型，并引入改进开普勒优化算法（improved Kepler 

optimization algorithm，IKOA）对模型超参数进行优化；最后，利用实际燃煤电厂机组运

行数据开展仿真验证。【结果】结果表明：所提模型在同容量机组间的跨机组预测中保持

了较好的预测性能，显示出良好的可迁移性；在跨时段预测时，模型能够较好地刻画 CO2

排放变化趋势，但在季节切换阶段相对误差有所增大，这反映出运行工况及燃煤品质变化

对预测结果的影响；所提模型在预测精度和稳定性方面均优于对比模型。【结论】基于 CNN-

BiLSTM-Attention的CO2排放预测模型能够在缺乏直接测量CO2条件下实现燃煤电厂CO2

排放的有效预测，具有较好的适用性和推广潜力。 
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Abstract: [Objective] Coal-fired power plants play a pivotal role in China’s power system, and accurate forecasting 

of their CO2 emissions is crucial for achieving energy-saving and emission-reduction targets. To address this 

challenge, this paper proposes a short-term CO2 emission prediction model for coal-fired power plants based on 

CNN-BiLSTM-Attention. [Methods] First, feature selection is performed by analyzing the correlation between CO2 

emission rates and various input variables, including unit load, SO2 emission rate, NOx emission rate, and 

environmental factors, thereby reducing redundant information that may impair model training. Specifically, the 

Pearson correlation is used to quantify the linear relationship between each candidate feature and the CO2 emission 
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rate, and features with a correlation coefficient below 0.2 are excluded. The raw operational data are then normalized 

to the range [0,1] and segmented into samples using a sliding time window to capture temporal dynamics. 

Subsequently, the selected features are fed into the proposed CNN-BiLSTM-Attention model. In this hybrid 

architecture, the CNN layer extracts local patterns from the input sequence, the BiLSTM layer captures both forward 

and backward temporal dependencies, and the attention mechanism assigns adaptive weights to the most informative 

time steps. To further enhance performance, an improved Kepler optimization algorithm (IKOA) is introduced to 

optimize the model’s hyperparameters. The model is validated using real-world operational data from coal-fired 

power plant units. In addition to root mean square error (RMSE), the mean absolute error (MAE) and the coefficient 

of determination (R2) are also computed to comprehensively evaluate prediction performance. Comparative 

experiments show that among LSTM, BiLSTM, CNN-BiLSTM, and CNN-BiLSTM-Attention, the last model 

achieves the lowest RMSE of 24.329 2 t/h, compared to 26.261 0 t/h, 26.039 3 t/h, and 25.429 3 t/h for the other 

three models, respectively. Moreover, when optimizing the CNN-BiLSTM-Attention model with four metaheuristic 

algorithms (genetic algorithm (GA), whale optimization algorithm (WOA), Kepler optimization algorithm (KOA), 

and IKOA), the IKOA yields the best fitness value of 21.584 1 t/h, slightly outperforming WOA (21.594 6 t/h), 

KOA (22.136 0 t/h), and GA (22.807 2 t/h). Results demonstrate that the proposed model exhibits strong 

transferability across units of similar capacity and effectively captures CO2 emission trends over time, although 

prediction errors increase during seasonal transitions due to variations in operating conditions and coal 

quality.[Results] The proposed model consistently outperforms baseline models in both prediction accuracy and 

stability.[Conclusion] The CNN-BiLSTM-Attention model enables effective CO2 emission forecasting for coal-

fired power plants even without direct CO2 measurements, showing significant applicability and potential for 

broader deployment. This capability is particularly valuable for plants lacking continuous emission monitoring 

systems (CEMS), offering a cost‑effective alternative for CO2 estimation. However, long-term or cross-seasonal 

predictions require further consideration of external factors such as coal quality. This study is primarily validated 

on limited units from a single plant; thus, its generalizability across different regions, coal sources, and operational 

strategies warrants further investigation. Future work will incorporate direct coal-quality indicators through multi-

source data fusion or online updating mechanisms to enhance long-term predictive performance and robustness. 

Key words: CO2 emission forecasting; coal-fired power plant; CNN; BiLSTM; attention mechanism; KOA 

在全球气候变化背景下，CO2 排放控制已成为

各国能源与环境政策的核心议题之一[1]。作为最主

要的温室气体，CO2 排放在全球温室气体排放总量

中占据主导地位，其中电力行业，尤其是燃煤发电

机组，是 CO2 排放的重要来源之一[2-4]。我国作为全

球最大的能源消费国和 CO2 排放国，已明确提出

“2030 年前碳达峰、2060 年前碳中和”的“双碳”

目标，对电力行业 CO2 排放的精细化计量与动态预

测提出了更高要求[5-7]。在此背景下，构建适用于燃

煤机组复杂运行工况的高精度 CO2 排放预测方法，

对于支撑低碳运行决策、评估减排成效及完善 CO2

排放管理体系具有重要的工程与现实意义[8-9]。 

目前，发电侧 CO2 排放速度的获取主要依赖核

算方法与在线监测方法两大类[10-11]。核算方法包括

排放因子法和物质平衡法，其中排放因子法因实施

成本低、操作简便而被广泛应用于电力行业 CO2 排

放核算体系。然而，该方法通常采用固定排放因子，

难以反映煤质差异、负荷波动及设备运行状态变化

对排放水平的影响，存在一定的不确定性[12]。物质

平衡法虽然在理论上能够更细致地刻画燃烧过程

中的碳流向，但其对输入数据精度高度敏感，在实

际工程应用中仍面临数据获取难度大和实时性不

足的问题[13]。在线监测方法能够提供高时间分辨率

的排放数据，但是受设备成本、运行维护复杂性以

及技术标准尚未完全统一等因素制约，目前在我国

燃煤电厂，尤其是中小型机组中的普及程度仍然有

限[14-15]。因此，在缺乏或不完全依赖 CO2在线监测

条件下，探索基于可获取运行数据的 CO2排放预测

方法，成为一种具有现实可行性的技术路径。 

随着计算能力和数据获取能力的提升，机器学

习与深度学习逐渐被引入 CO2 排放预测研究[16-17]。

已有研究表明，支持向量机、反向传播神经网络、

随机森林以及长短时记忆（long short-term memory， 

LSTM）神经网络等模型在不同场景下均表现出一

定的预测能力[18-21]。在燃煤电厂层面，部分学者利

用机组运行参数、煤质特性或关键设备能耗数据，

构建了 CO2排放或相关污染物排放的预测模型，验

证了数据驱动方法在刻画复杂非线性关系方面的

潜力[22-24]。然而，现有研究多集中于单一机组或单

一时间尺度内的模型构建与验证，模型性能评估往

往局限于同分布样本条件下，缺乏对模型在跨机

组、跨运行阶段及跨季节条件下泛化能力的系统分

析[22]。此外，在面对燃煤机组运行参数多源异构、

时序特征显著且耦合关系复杂的实际工况时，单一
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时间序列模型在特征提取和长期依赖建模方面仍

存在一定局限。 

针对上述问题，近年来，CNN、BiLSTM 及注

意力机制逐渐被用于增强模型对时序特征与关键

变量的表征能力[25-27]。CNN 能够从多变量输入中提

取局部特征模式，BiLSTM 可同时捕获时间序列的

前向与后向依赖关系，而注意力机制则有助于突出

对预测结果贡献较大的关键时间步或特征变量。与

此同时，智能优化算法在神经网络超参数寻优方面

展现出良好性能，为提升模型稳定性和预测精度提

供了新的思路[28]。然而，将上述深度学习模型结构

与优化策略系统融合，并进一步验证其在跨机组、

跨时段预测任务中的适用性，仍有待深入研究。 

本文面向燃煤机组 CO2 排放预测问题，构建了

一种融合时序特征提取与动态权重分配的 CNN-

BiLSTM-Attention 预测模型，并引入智能优化算法

对模型超参数进行自适应寻优。以燃煤机组可实时

获取的运行参数为输入，系统比较了不同深度学习

模型在预测精度与稳定性方面的差异，并重点分析

了模型在同容量不同机组及跨季节时段预测场景

下的泛化表现。结果表明，所提出的方法在复杂运

行条件下仍能保持较高的预测精度和良好的泛化

能力，可为燃煤电厂在缺乏完善 CO2在线监测条件

下的排放估算与低碳运行决策提供一种低成本、可

推广的技术支撑。 

1 燃煤电厂 CO2排放预测模型 

1.1 总体预测框架 

为明确 CO2排放核算边界与排放来源，本文以

燃煤机组发电过程作为 CO2 排放核算边界，包括燃

煤的预处理过程、煤的燃烧过程、蒸汽生产过程、

发电过程、脱硫过程以及尾气处理阶段。整个发电

过程共有燃煤过程和脱硫过程 2 个 CO2 排放来源，

如图 1 所示。



图 1 燃煤电厂发电过程示意 

Fig.1 Schematic diagram of the power generation process in coal-fired power plants

在明确 CO2排放来源及核算边界的基础上，构

建燃煤电厂 CO2 排放的总体预测框架，如图 2 所

示。首先，在特征处理阶段，对燃煤机组历史运行

数据进行统一采集，并结合燃煤发电过程机理完成

特征筛选与数据整合，形成用于模型建模的多维时

间序列数据。在预测模型构建阶段，本文采用 CNN-

BiLSTM-Attention 作为CO2排放预测的核心网络结

构。其中，CNN 网络用于从多维运行参数时间序列

中提取局部特征，通过卷积与池化操作增强特征表

达能力并降低冗余信息；提取的特征随后输入

BiLSTM 网络，同时捕捉时间序列的前向与后向依

赖关系，从而更充分地表征燃煤机组运行状态与
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CO2 排放变化之间的动态耦合特性。在此基础上，

引入注意力机制，对 BiLSTM 输出的时序特征进行

自适应加权，突出对 CO2排放预测贡献较大的关键

时间信息，提高模型对复杂时序特征的建模能力。 

为减少人工经验对模型性能的影响，本文通过

引入改进开普勒优化算法（improved Kepler optimi-

zation algorithm，IKOA）对 CNN-BiLSTM-Attention

模型的关键超参数进行自动优化，实现网络结构与

训练参数的协同寻优，从而提升模型预测精度与泛

化能力。模型训练完成后，利用测试数据对燃煤电

厂CO2排放预测结果进行分析，并通过均方根误差、

平均绝对误差、平均绝对百分比误差及 R2等评价指

标对模型预测性能进行综合评估，以验证所提出方

法的有效性与优越性。 

 

图 2 燃煤电厂 CO2排放的总体预测框架 

Fig.2 Overall prediction framework for CO2 emission from 

coal-fired power plants 

1.2 局部特征提取模块 

在燃煤电厂实际运行过程中，机组负荷调整及

燃料供给调节通常在较短时间尺度内发生，使得运

行参数呈现明显的局部波动特征。例如，在负荷升

高过程中，给煤量和一次风量会快速变化，从而引

起燃烧状态及蒸汽参数的短时扰动。这类局部动态

特征对 CO2排放变化具有重要影响，但传统时序模

型难以有效捕捉。在预测模型前端引入卷积神经网

络，通过卷积结构提取燃煤机组运行参数在不同时

间尺度下的局部动态特征，为后续时序建模提供有

效输入。CNN 的结构组成依次为输入层、卷积层、

池化层、全连接层以及输出层，图 3 为卷积神经网

络示意。 

输入层 卷积层 池化层 全连接层 输出层

 

图 3 卷积神经网络示意 

Fig.3 Schematic diagram of the convolutional neural 

network 

1.3 时序特征提取模块 

燃煤电厂运行过程具有大惯性和大时滞特性。

机组负荷变化对燃料消耗和燃烧效率的影响并非

瞬时完成，而是经过锅炉、汽轮机及相关辅机系统

的逐步响应。因此，某一时刻的 CO2排放水平不仅

与当前运行状态有关，还受到前后时刻运行条件的

共同影响。为准确刻画燃煤机组运行参数与 CO2 排

放之间的长期时序依赖关系，在模型中加入

BiLSTM 神经网络来提高预测精度。 

LSTM 神经网络通过引进可以更新的记忆单元

来捕捉数据中的长期依赖信息以及包括输入门、遗

忘门、更新门、输出门的门控机制。而 BiLSTM 神

经网络弥补了LSTM神经网络不能有效捕捉反向信

息的缺点，其结构如图 4 所示，由正向 LSTM 神经

网络和反向 LSTM 神经网络构成。 

 

图 4 BiLSTM 神经网络示意 

Fig.4 Schematic diagram of the BiLSTM neural network 

在任意时刻 t，正向 LSTM 神经网络从 0 到 t 时

刻处理数据，反向 LSTM 神经网络从 t 到 0 时刻处

理数据，最后合并成为一个输出，表达式为： 

L L[ , ]t t th h h W b               (1) 

式中： th 为 t 时刻反向隐藏层状态； th 为 t 时刻正向

隐藏层状态；WL为权重矩阵；bL为偏差向量。 
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1.4 注意力机制 

引入注意力机制能够对不同时刻的特征信息

进行加权处理，使模型能够自动关注对 CO2 排放变

化贡献较大的关键运行阶段，从而提升预测性能并

增强模型的可解释性。但在燃煤电厂实际运行数据

存在一定噪声的情况下，注意力机制可能对异常波

动赋予较高权重。为此，本文结合数据预处理中的

异常值识别与归一化方法，并依托前端的 CNN-

BiLSTM 神经网络特征提取过程对时序信息进行平

滑处理，从而在一定程度上抑制噪声对注意力权重

分配的干扰，提高模型对有效特征的关注能力。 

注意力机制如图 5 所示。其中，权重的计算公

式为： 
T

soft maxn
d

 
   

QK
a           (2) 

式中：an为注意力权重矩阵；n 为输入序列的长度；

d 为查询向量或键向量的维度；Q 为查询向量；KT

为键向量的转置矩阵。 

 

图 5 注意力机制示意 

Fig.5 Schematic diagram of the attention mechanism 

给值向量赋予相应的权重得到输出序列： 
T

n, j n jo a v               (3) 

式中： T

jv 为值向量的转置矩阵；n 和 j 分别为输入

输出向量的位置；o 为最终的输出向量。 

1.5 改进的开普勒优化算法 

KOA[28]是模拟太阳与行星之间的相互作用，通

过开普勒运动定律描述行星绕太阳公转的轨道动

力学，利用天体运动的自然定律提供直观的优化方

法，其算法流程如图 6 所示。各候选解模拟天体运

动，其位置由万有引力定律决定。然而，其中候选

解的运动由重力和受控速度决定。这会导致各种缺

点，例如搜索效率有限、容易受到局部最优解、早

期收敛以及全局和局部搜索工作之间的不平衡。因

此，以下主要从行星的初始位置、收敛因子 2 个方

面对该算法改进。 

 

图 6 KOA 流程示意 

Fig.6 Process flow diagram of KOA 

1.5.1 融合反向学习策略与混沌映射的行星位置初

始化 

初始坐标的设定对优化算法的求解具有关键

影响；混沌映射的引入则能有效增强算法脱离局部

极值的能力。此处采用混沌映射来构造混沌序列，

具体方法如下： 

, ,

1,

, ,

, 0

1 (1 ), 1 1

i j i j

i j

i j i j

T T
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T T

 

 
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
 

  

≤ ≤

＜ ≤
   (4) 

式中：Ti,j为针对变量 j 的混沌序列中第 i 个混沌值；

为控制参数。 

结合上述生成的随机序列生成行星的初始位置： 

, b, , b, b,( )i j j i j j jY l T u l               (5) 

式中：Yi,j 为第 i 个行星中变量 j 的位置；ub,j 和 lb,j

分别为变量 j 取值的上、下界。 

为提高行星初始位置多样性，引入反向学习策

略，计算行星的反向位置： 

, 1 b, b, ,( )i j j j i jP r l u Y              (6) 

, 2 b, b, ,( )i j j j i jP r u l l             (7) 

式中：Pi,j 为行星的反向位置；r1 和 r2 均为[0,1]的

随机数。当式(6)中的随机位置发生越界时，则利用

式(7)进行代替。 

将基于混沌映射的所有行星初始位置与混合混

沌映射与反向学习策略产生的所有行星初始位置合
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并，形成新的行星初始位置序列。将适应度由大至小

排序，并依次选取合适个数的位置作为最终的行星

初始位置，选取其中适应度最优的行星作为太阳。 

1.5.2 改进的收敛因子 

行星的位置更新方式极大程度受行星与太阳

之间距离的自适应因子影响，自适应因子的计算公

式为： 

0
1

e nr
h                 (8) 

式中：h0 为自适应因子；rn 为基于正态分布随机生

成的数；为从 1 到–2 的线性递减因子，其计算公

式为： 

3( 1) 1b r                   (9) 

式中：b 为整个优化过程中的收敛因子；r3为 0~1 之

间的随机生成数。 

KOA 的迭代过程并不是线性的，因此线性的收

敛因子不能体现出优化的搜索过程，本文基于余弦

收敛因子改进的表达式为： 
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(10) 

式中：bf与 by分别为收敛因子的最终值和起始值；

T 为当前迭代次数；Tmax为最大迭代次数。 

2 特征分析与模型验证 

2.1 数据来源与变量说明 

本文基于某 735 MW 燃煤电厂发电机组，相关

运行与排放数据来源于电厂分散控制系统（DCS）

及污染物在线监测系统，机组采用干式排渣的壁式

燃烧锅炉，具备较为成熟和稳定的燃煤燃烧工艺。

在机组烟气治理系统中，SO2 控制采用湿法石灰 

石-石膏脱硫工艺，NOx 控制采用选择性催化还原技

术，并结合低氮燃烧器及分级送风技术以降低燃烧

阶段 NOx 的生成，颗粒物控制系统采用静电除尘

器。选取机组在 2022 年的历史检测数据，时间尺度

为小时级。 

结合燃煤电厂运行特性及数据可获取性，本文

选取机组负荷、SO2 排放速度、NOx 排放速度以及

环境变量作为模型输入，其中，煤质参数（发热量、

水分）波动幅度较小，对 CO2排放速度相关性较低，

其高位发热量、低位发热量、收到基水分的平均值

分别为 28.55 MJ/kg、28.30 MJ/kg、8.50%，各参数

信息如表 1 所示。模型输出变量为机组对应时刻的

CO2 排放速度。上述变量共同构成多变量时序数据

集，为后续特征筛选、样本构建及预测模型训练提

供基础。 

表 1 参数信息 

Tab.1 Parameter information 

参数 含义 

P/MW 机组负荷 

VS/(t·h–1) SO2排放速度 

VN/(t·h–1) NOx排放速度 

WU/(m·s–1) 风速水平分量 

WV/(m·s–1) 风速垂直分量 

TA/℃ 空气温度 

PA/kPa 大气压力 

R/mm 降雨量 

2.2 数据处理 

2.2.1 缺失值处理 

反距离权重插值法不依赖于特定的统计模型

或分布假设，而是充分挖掘异常场景中的现有信息

去捕捉局部特征，以避免大数据整体趋势干扰。对

每个有效已知点计算权重： 

'
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1 1

(max( , )) ( )
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           (11) 

式中：Di′为最终距离；Di为插值点与已知点间的距

离；p 为用于调整插值平滑度的幂次。对满足距离

条件的已知点进行加权平均，得到插值点的值： 
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              (12) 

式中：x0为插值；xi 为第 i 个已知点；n 为满足距离

条件的已知点数量。 

2.2.2 异常值处理及归一化 

为了识别原始数据的异常值，使用箱形图计算

数据中的最大值和最小值来检测异常值并剔除明

显异常的值。为缓解因特征量纲差异导致的权重分

配偏差，并降低异常样本对模型的干扰，本文通过

数据标准化将各特征值转换至统一量纲。此举有利

于提升模型训练效率与预测一致性，增强其鲁棒

性。反标准化则是将归一化后的数据还原至原始量

纲的过程。采用 Z-score 标准化方法实现该过程： 

n

X
X






               (13) 
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式中：Xn 为标准化数据；X 为原始数据；为数据的

平均值；为数据的标准差。 

将归一化数据输入模型生成归一化预测后，燃

煤机组的 CO2 排放预测通过式(14)进行逆归一化： 

* *X Y                (14) 

式中： *Y 为归一化后燃煤机组 CO2排放的预测值；
*X 为反归一化后燃煤机组 CO2 排放的预测值。 

2.3 评价指标 

为了定量评估所建立模型对燃煤电厂CO2排放

速度的预测性能，本文选取均方根误差RMSE、平均

绝对误差MAE、平均绝对百分比误差MAPE以及决定

系数 R2 作为模型评价指标，从误差幅值、相对误差

及拟合优度等多个角度对模型预测结果进行综合

分析。 

均方根误差对较大误差敏感，能够反映模型在

极端工况下的预测稳定性： 

2
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i i
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
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            (15) 

平均绝对误差能够直观反映模型在日常运行

工况下的平均预测偏差： 

MAE
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

             (16) 

平均绝对百分比误差能够衡量预测误差相对

于真实值的相对大小： 
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决定系数 R²反映模型对 CO2 排放速度变化趋

势的拟合能力： 
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          (18) 

式中：N 为样本数量；Yi 为实际值； ˆ
iY 为模型预测

值； iY 为样本均值。 

2.4 基于 Pearson-Spearson 结合的特征分析 

为了降低模型输入维度、减弱冗余特征对预测

性能的干扰，并提高模型的泛化能力，本文在数据

预处理的基础上，对候选输入变量进行相关性分

析。考虑到燃煤电厂运行参数与 CO2排放之间可能

同时存在近似线性关系和非线性单调关系，本文综

合采用 Pearson相关系数与 Spearman 等级相关系数

对特征相关性进行评估。 

基于 Pearson 相关系数来衡量任意 2 个特征向

量的相关密切程度，计算公式为： 

P

Cov( , )
( , )

x y


 


x y

x y            (19) 

式中：p 为特征向量 x 和 y 的 Pearson 相关系数；

Cov( ) 为协方差；x与y 分别为变量的标准差。 

Spearman 等级相关系数通过对原始数据进行

秩变换，衡量变量之间的单调相关关系，能够在一

定程度上反映非线性相关特征，其计算公式为： 

2

1

S 2

6
( , ) 1

( 1)

n

ii
d

n n
  




x y           (20) 

式中：S 为特征向量 x 和 y 的 Spearman 相关系数；

di 为第 i 个样本的秩差；n 为样本数量。 

图 7 为机组运行参数、污染物排放速度及环境

变量与 CO2排放速度之间的混淆相关系数矩阵，其

中相关系数取 Pearson 与 Spearman 相关系数绝对值

的最大值。由图 7 可见，机组功率与 CO2排放速度

相关性最强，SO2排放速度与 NOx排放速度同样与

CO2 排放呈显著正相关关系，表明机组负荷及主要

污染物排放指标是 CO2 排放变化的主导因素。相比

之下，环境变量与CO2排放速度的相关性整体较弱。

风速分量、气温、气压及降雨量与 CO2 排放速度的

相关系数均低于 0.35，未表现出显著相关性，说明

环境因素对 CO2排放的直接影响有限，其中气压、

气温的相关系数绝对值均低于 0.2，为降低输入冗

余并提高模型泛化性能，剔除环境变量中的气压和

气温。 

 

图 7 混淆相关系数矩阵 

Fig.7 Confusion correlation coefficient matrix 

2.5 不同模型与优化算法预测性能对比分析 

2.5.1 神经网络模型预测性能对比 

为分析不同神经网络结构对燃煤电厂CO2排放
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预测性能的影响，本节基于 2022 年 1 号机组小时

级运行数据，分别构建了 LSTM、BiLSTM、CNN-

BiLSTM 以及 CNN-BiLSTM-Attention 4 种预测模

型，运行数据中 80%用于训练验证，20%用于测试，

并对预测结果进行对比分析。不同模型 CO2 排放预

测结果如图 8 所示，不同模型的预测性能评价结果

如表 2 所示。 

 

图 8 不同模型 CO2排放预测结果对比 

Fig.8 CO2 emission prediction results of different models 

表 2 不同模型 CO2排放预测性能对比 

Tab.2 Comparison of CO2 emission prediction performance 

of different models 

模型 δRMSE/(t·h–1) δMAE/(t·h–1) δMAPE/% R2 

LSTM 26.261 0 18.550 9 22.86 0.933 9 

BiLSTM 26.039 3 17.985 1 19.75 0.935 0 

CNN-BiLSTM 25.429 3 16.898 7 10.54 0.938 1 

CNN-BiLSTM- 
Attention 

24.329 2 17.809 4 16.97 0.943 3 

由图 8 和表 2 可见，LSTM 模型能够在一定程

度上刻画 CO2 排放速度的时序变化特征，但在负荷

波动较大及污染物排放变化较为剧烈的工况下，预

测误差相对较大。相比之下，BiLSTM 模型通过引

入双向时序信息，有效利用了历史与未来状态对当

前预测的共同影响，在各指标上均较 LSTM 模型有

所改善。 

在BiLSTM的基础上进一步引入CNN结构后，

模型对局部时序特征的提取能力显著增强。CNN-

BiLSTM 模型在各项评价指标上均优于单一

BiLSTM，尤其在机组负荷快速变化及 SO2、NOx排

放波动较为频繁的时段，预测结果更加稳定。这表

明卷积结构在捕捉燃煤电厂运行参数与CO2排放之

间的短期依赖关系方面具有明显优势。 

进一步引入 Attention 机制后，模型在各评价指

标上均取得最优预测性能。Attention 机制能够对不

同时间步特征的贡献进行自适应加权，使模型更加

关注对 CO2排放预测起关键作用的运行状态，从而

有效提升了模型对复杂非线性关系的刻画能力。 

2.5.2 改进优化算法效果分析 

为验证所提出改进算法 IKOA 在模型超参数优

化中的有效性与稳定性，选取遗传算法（genetic 

algorithm，GA）、鲸鱼优化算法（whale optimization 

algorithm，WOA）、KOA 以及 IKOA 对 CNN-

BiLSTM-Attention 模型的关键超参数进行优化对

比。优化对象包括 BiLSTM 隐含神经元数、卷积神

经元数、Dropout 以及学习率，其搜索范围分别设定

为[16,64]、[16, 64]、[0.1, 0.5]、和[0.000 01, 0.000 10]。

以验证集上的均方根误差作为适应度函数。各超参

数的优化结果如表 3 所示。 

表 3 模型超参数优化结果 

Tab.3 Optimization results of hyperparameters  

算法 神经元 卷积通道 Dropout 学习率/(×10–4) 

WOA 62 56 0.319 7 10.000 0 

GA 50 42 0.124 2 7.086 0 

KOA 61 59 0.182 6 6.203 3 

IKOA 47 64 0.100 0 10.000 0 

各算法收敛曲线如图 9 所示。由图 9 可见，GA

和 WOA 均能够在搜索过程中有效降低模型误差，

其最优均方根误差分别为 22.807 2、21.594 6 t/h，表

明 2 种算法在连续参数空间内具有一定的全局搜索

能力。然而，WOA 的收敛速度相对较慢，且在后期

容易陷入局部最优；GA 虽然在前期收敛较快，但

在中后期搜索精度受限。KOA 算法最终适应度为

22.136 0 t/h，介于 GA 与 WOA 之间，相比之下，

IKOA 的初始适应度为 24.421 0 t/h，优于 KOA 的

26.150 2 t/h，这得益于混沌反向学习初始化提供的

优质初始种群。在迭代前期，IKOA 仅用 8 次迭代

便将适应度降低至 23.232 7 t/h，而 KOA 需 11 次迭

代才降低至 23.853 0 t/h。若以相同的适应度阈值

23.850 0 t/h 为参考，IKOA 在第 8 次迭代时已达到

23.230 0 t/h，快于 KOA 的第 11 次迭代。此外，IKOA

在第 28 次迭代时达到 21.984 3 t/h，而 KOA 在第 

61 次迭代后才到 22.136 0 t/h，IKOA 以更少的迭代

次数获得了更低的适应度，表明改进后的余弦收敛

因子有效加速了前期搜索。此外，KOA 在第 61 次

迭代后适应度稳定在 22.136 0 t/h，后续 39 次迭代

再无改善，表明其陷入了局部最优。而 IKOA 在第

28 次迭代达到 21.984 3 t/h 后，并未停止搜索，得

益于余弦收敛因子在迭代后期仍能维持一定的种

群多样性，IKOA 算法在 28~80 次迭代之间继续探
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索，最终在第 80 次迭代获得 21.584 1 t/h 的更优解，

相比KOA的最终值降低了 0.551 9 t/h。即使与WOA

的最优值 21.594 6 t/h 相比，IKOA 也略有优势。更

重要的是，IKOA 在 80 次迭代后仍呈现下降趋势，

而 KOA 和 WOA 均已提前停滞。这充分证明 IKOA

具备更强的跳出局部最优的能力。 

 

图 9 不同算法适应度收敛曲线对比 

Fig.9 Fitness convergence curves of different algorithms 

综上所述，在相同模型结构与参数约束条件

下，IKOA 在超参数寻优效率及收敛稳定性方面均

优于其他对比算法，为后续燃煤电厂 CO2排放预测

模型的构建提供了可靠的参数配置基础。 

3 燃煤电厂 CO2 排放模型预测泛化能

力分析 

3.1 跨机组泛化分析 

为验证所建模型在不同机组之间的泛化能力，

选取同一电厂内 2 台同容量燃煤机组作为研究对

象。2 台机组额定功率均为 735 MW，采用相同的

干式排渣的壁式燃烧锅炉及石灰石-石膏湿法脱硫

工艺，设计煤种相同，均属烟煤，主要技术参数基

本一致。以 1 号机组的历史运行数据为训练样本，

构建 CO2 排放预测模型，并将训练完成的模型直接

用于 2 号机组的 CO2排放预测，以评估模型在同容

量、同技术类型不同机组应用场景下的预测性能。 

图 10 给出了模型在 2 号机组上的 CO2 排放预

测结果，表 4 为 2 台机组 CO2 排放预测性能评价。

由表 4 可知，不同机组预测条件下模型的均方根误

差与平均绝对值误差与同机组预测结果基本保持

一致，表明模型在不同机组间具有较好的稳定性。

同时，模型在 2 号机组的平均绝对百分比误差由

13.66%降低至 10.80%，决定系数 R2 由 0.946 提升

至 0.966，整体预测性能反而有所改善。 

所构建模型并未过度依赖单一机组的个体特

征，而是有效学习了燃煤机组在相同容量和炉型条

件下“运行状态-排放响应”的共性规律。由于 SO2

与 NOx 排放速度在一定程度上反映了燃煤品质及

燃烧组织状态，模型能够通过这些运行参数对不同

机组的 CO2排放特性进行间接刻画，从而实现同容

量机组条件下的准确预测。从物理关联角度来看，

SO2 排放速度直接受入炉煤含硫量控制，其动态变

化是对燃煤硫分波动的实时映射；NOx 的生成则与

炉膛燃烧温度及氧量分布密切相关，能够间接表征

燃烧过程的组织强度与过量空气系数变化。因此，

在缺乏实时煤质参数（如碳含量、发热量）直接监

测的条件下，SO2 与 NOx排放速度的时序特征作为

有效的补偿性代理变量，增强了模型对不同煤种燃

烧状态差异的感知能力，进而提升了模型在不同机

组及变煤种工况下的泛化适应性与鲁棒性。 

 

图 10  2 号机组 CO2排放预测结果 

Fig.10 CO2 emission prediction results for unit 2 

表 4 不同机组 CO2排放预测性能评价 

Tab.4 Evaluation of CO2 emission prediction performance 

for different units 

机组 RMSE/(t·h–1) MAE/(t·h–1) MAPE/% R2 

1 号机组 23.701 5 18.004 6 13.66 0.946 2 

2 号机组 23.533 1 18.088 2 10.80 0.966 3 

3.2 跨年泛化分析 

为进一步验证所建模型在时间尺度变化条件

下的泛化能力，开展不同年 CO2排放预测分析。以

燃煤机组在 2022 年历史运行数据作为训练样本，

构建 CO2 排放预测模型，并将 2023 年的数据作为

检验样本，以评估模型在不同年度应用场景下的预
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测性能。 

随着年份的变化，机组运行环境及工况相较于

单一年度可能发生变化，包括环境气象条件变化以

及运行策略调整等因素，这些变化均可能对 CO2 排

放特性产生影响。因此，该算例能较好地反映模型

在实际长期运行场景中的适应能力。 

图 11 给出了模型在不同年预测条件下的 CO2

排放预测结果。从整体趋势来看，模型能够较好地

跟踪 CO2 排放速度的年度变化规律，在大多数运行

时段内预测曲线与真实值保持较高一致性。在机组

负荷平稳运行阶段，预测误差相对较小；而在部分

负荷调整频繁的时段，预测误差有所增大。 

 

图 11 2023 年 CO2排放预测结果 

Fig.11 CO2 emission forecast results in 2023 

表 5 列出了不同年预测条件下的主要评价指

标。与同年度预测结果相比，模型在不同年预测场

景下的均方根误差、平均绝对值误差及平均绝对百

分比误差均有所上升，R²值略有下降，但整体预测

性能仍保持在较高水平。这表明，尽管年份变化引

入了额外的不确定性，所建模型仍具有较好的时间

泛化能力。 

表 5 不同年 CO2排放预测性能评价 

Tab.5 Evaluation of CO2 emission prediction performance 

in different years 

时间 RMSE/(t·h–1) MAE/(t·h–1) MAPE/% R2 

2022 年 23.701 5 18.004 6 13.66 0.946 2 

2023 年 27.956 1 20.541 9 14.39 0.937 1 

3.3 跨时间段泛化分析 

为进一步验证所建模型在非连续时间段条件

下的泛化能力，开展不同时段 CO2 排放预测分析。

选取某燃煤机组在过去一年中连续运行的前 6 个月

（1—6 月）的数据作为训练样本，构建 CO2排放预

测模型，并将其余 6 个月（7—12 月）的数据作为

模型的检验样本，以评估模型在季节性变化及工况

差异条件下的适应能力。7—12 月 CO2 排放预测结

果如图 12 所示，表 6 为 CO2排放预测性能评价。 

 

图 12 7—12 月 CO2排放预测结果 

Fig.12 CO2 emission forecast results from July to December 

表 6 非连续 CO2排放预测性能评价 

Tab.6 Performance evaluation for discontinuous CO2 

emission prediction 

时间 RMSE/(t·h–1) MAE/(t·h–1) MAPE/% R2 

1—6 月 33.139 1 27.537 8 9.94 0.915 9 

7—12 月 36.663 5 28.458 3 43.45 0.900 8 

由图 12 和表 6 可以看出，7—12 月模型均方根

误差为 36.663 5 t/h，较 1—6 月的 33.139 1 t/h 上升

10.6%；平均绝对值误差为 28.458 3 t/h，较 1—6 月

的 27.537 8 t/h 上升 3.3%，上升幅度均较为有限，

且 2 个时段的决定系数 R2 均保持在 0.90 以上，表

明模型在整体趋势和波动特征的刻画方面仍具有

较好的稳定性。然而，7—12 月模型的平均绝对百

分比误差由 9.94%显著上升至 43.45%，其上升幅度

远大于均方根误差和平均绝对值误差。进一步统计

CO2 排放速度的分布特征可知，1—6 月排放均值为

463.50 t/h，标准差 150.9，而 7—12 月排放均值降

至 386.41 t/h，标准差 128.2，下半年排放水平整体

下移。从数值层面分析，平均绝对百分比误差的急

剧升高在很大程度上是当真实值处于较低区间时，

相同的绝对误差会表现为更高的百分比误差。从实

际运行角度分析，下半年排放均值的系统性下降是

运行边界发生漂移的直接体现。受夏季用电高峰后

的电网调峰需求以及冬季供热期前的机组轮换检

修影响，燃煤机组在下半年长期处于低负荷运行状

态，导致单位时间内的燃煤消耗量及 CO2排放强度

整体降低。这种运行工况分布的改变使得测试样本
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的统计特征显著偏离训练集，模型在低负荷区间的

映射关系未能得到充分学习，从而表现为相对预测

误差的增大。总体而言，尽管跨季节运行边界漂移

对百分比误差指标造成了一定影响，但模型在趋势

追踪和绝对误差控制方面仍保持了较好的稳定性。 

4 结  论 

本文针对燃煤电厂 CO2 排放预测问题，基于可

实时获取的机组运行参数，构建了融合改进开普勒

优化算法与深度神经网络的 CO2排放预测模型，并

通过多种泛化场景对模型性能进行了验证，主要结

论如下。 

1）构建了一种不依赖直接测量 CO2 排放速度

的燃煤电厂CO2排放预测模型。本文选取机组负荷、

SO2 与 NOx排放速度及环境变量作为输入特征，建

立了燃煤机组运行状态与CO2排放之间的非线性映

射关系。仿真结果表明，该特征体系能够有效表征

燃烧过程与排放特性，为燃煤电厂 CO2 排放的在线

预测与间接评估提供了一种可行途径。 

2）所提模型在 CO2 排放预测中表现出优异的

特征提取能力。通过对多种神经网络结构及不同优

化算法的结果对比分析表明，引入CNN与Attention

机制能够增强模型对多时间尺度特征和关键运行

状态的提取能力，而改进的开普勒优化算法可有效

提升模型超参数配置的合理性。 

3）所提模型在跨机组与跨时段预测中具有良

好的泛化能力，具有一定的工程推广价值。同容量

机组间的跨机组预测结果表明，模型能够较好地迁

移至不同机组，反映出其对燃煤机组共性运行规律

的学习能力；而跨时段预测结果表明，季节变化及

负荷波动会对预测误差产生显著影响。 
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