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［摘 要］【目的】针对现有短期电力负荷预测模型难以同时学习用电模式差异与长程依赖、致使高

波动场景预测精度受限的问题，本文提出一种“相似日聚类-TCN-Informer”组合模型。

【方法】首先，利用模糊 C 均值算法依据历史负荷与日历特征将样本划分为工作日、周末

和节假日3类相似日，以削弱跨模式噪声；其次，对每一簇数据先由时序卷积神经网络（temporal 

convolutional network，TCN）提取局部特征，再引入概率稀疏注意力 Informer 捕获长程依

赖并生成簇级预测；随后融合气象与电价等外生变量，并采用贝叶斯优化进行全局超参数

搜索。【结果】基于澳大利亚能源市场 AEMO-NSW 30 min 分辨率数据的 24 h 预测实验表

明，该模型的均方根误差、平均绝对误差分别较 LSTM 降低 16.59%和 14.66%，较 TimesNet

降低 12.33%和 11.61%，平均绝对百分比误差仅为 3.02%。【结论】结果验证了所提方法在

精度与鲁棒性上的显著优势，可为电网调度与现货交易提供可靠决策支持。 

［关 键 词］短期电力负荷预测；相似日聚类；时序卷积神经网络；Informer；长程依赖 

［引用本文格式］吴涛, 洪漭, 刘端阳, 等. 基于相似日聚类-TCN-Informer 组合模型的短期电力负荷预测研究[J]. 热力发电, 

2026, 55(8): 45.   Wu T, Hong M, Liu D Y, et al. Short-term power load forecasting via a similar-day clustering-TCN-Informer 

hybrid model[J]. Thermal Power Generation, 2026, 55(8): 45. 

Short-term power load forecasting via a similar-day clustering- 

TCN-Informer hybrid model 

Wu Tao1, Hong Mang2, Liu Duanyang3, Cao Qiang2, Wang Ya2, Hu Yin2, Wang Hao2,  

Yu Wei2, Yang Yongjun1, Luo Rui1, Chen Wu4 

(1. Xi’an Thermal Power Research Institute Co., Ltd., Xi’an 710054, China;  

2. Huaneng Hubei Energy Sales Co., Ltd., Wuhan 430077, China; 

3. School of Energy Power and Mechanical Engineering, North China Electric Power University, Beijing 102206, China; 
4. Huaneng Jiangxi Energy Sales Co., Ltd., Nanchang 330000, China) 

Abstract: [Objective] Existing short-term power load forecasting models struggle to simultaneously learn the 

inherent differences in electricity consumption patterns across diverse scenarios and effectively capture long-range 

temporal dependencies, so their forecasting accuracy is significantly restricted in high-volatility situations such as 

extreme weather events, peak load periods, or sudden changes in user behavior. To address this limitation, this paper 

proposes a novel hybrid forecasting framework named “similar-day clustering-temporal convolutional network 

(TCN)-Informer”. [Methods] First, the fuzzy C-means (FCM) clustering algorithm is employed to categorize 

historical load samples into three distinct similar-day clusters (working days, weekends, and holidays) based on 
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historical load data and calendar features (e.g., weekday/weekend flags, holiday labels). This preprocessing step 

effectively mitigates cross-pattern noise interference caused by heterogeneous consumption behaviors, laying a 

solid foundation for subsequent feature extraction. Second, for each clustered dataset, a causal dilated TCN is 

utilized to extract local temporal features and capture short- to medium-term load fluctuations, as its dilated 

convolution structure enables efficient expansion of the receptive field without increasing computational complexity 

while avoiding future information leakage. Subsequently, the Informer model equipped with a probabilistic sparse 

attention mechanism is introduced to capture long-range dependencies in load time series, which significantly 

reduces the computational burden compared to traditional attention mechanisms and enhances the model’s ability 

to learn long-term temporal correlations. Moreover, exogenous variables closely related to power load, including 

meteorological factors (temperature, humidity, solar irradiation) and real-time electricity prices, are integrated into 

the forecasting framework to improve the comprehensiveness of input information. To optimize the model’s 

hyperparameters, Bayesian optimization is adopted to efficiently search the global hyperparameter space, 

outperforming traditional grid search in both search efficiency and optimization performance. [Results] 

Experimental validations for 24-hour load forecasting are conducted using 30-minute resolution data from the 

AEMO-NSW power market, covering a one-year period with over 17 000 samples. The results demonstrate that the 

proposed model achieves remarkable performance: its root mean square error (RMSE) and mean absolute error 

(MAE) reduce by 16.59% and 14.65% compared with those of the classic LSTM model, and by 12.33% and 11.60% 

in contrast to the advanced TimesNet model, with the mean absolute percentage error (MAPE) as low as 3.02%. 

Particularly in high-volatility scenarios, the model maintains superior stability and accuracy. [Conclusion] These 

findings fully verify the prominent advantages of the proposed method in forecasting precision and robustness, 

which can provide reliable decision-making support for power grid dispatching, electricity spot trading, and energy 

resource optimization in practical power systems. 

Key words: short-term power load forecasting; similar-day clustering; temporal convolutional network; Informer; 

long-range dependency 

近年来，“双碳”战略目标与可再生能源大规

模并网正深刻改变电力系统的运行形态。新能源出

力的不确定性放大了负荷波动幅度，对电网调度安

全与经济性提出更高要求[1]。短期电力负荷预测

（short-term load forecasting，STLF）作为电力市场

交易、机组组合和分时电价制定的基础，其精度直

接关系到源-网-荷各环节的协同优化[2]。因此，构

建能够兼顾负荷多尺度时空特征、适应复杂用电场

景的高精度 STLF 模型，已成为当前电力系统与人

工智能交叉研究的热点之一。 

近年来，深度学习因其对非线性时序特征的提

取能力，成为短期负荷预测研究的主要方法。早期

工作多聚焦于经典长短时记忆（ long short-term 

memory，LSTM）神经网络结构中融入注意力机制，

以强化关键特征的动态权重分配。Lin 等人提出的

双阶段特征-时间注意力-LSTM 即显著提高了区间

概率预测精度[3]。与此同时，分解-重构思想被证明

可有效削弱原始负荷序列的混叠特性，Yang 等人通过

双变量经验模态分解结合多变量多尺度排列熵

（bivariate empirical mode decomposition-multivariate 

multiscale permutation entropy，BEMD-MMPE）组合

LSTM，并借助贝叶斯优化实现参数自适应，获得了

更稳健的区间预测[4]。针对深度模型训练难、解释

性弱的问题，Eren 等人综述了 LSTM 神经网络及其

衍生架构在在线、自适应及不确定性度量方面的进

展，指出集成与迁移学习将成为下一阶段的主要方

向[5]。为降低模型对超长序列的依赖，Chen 等人利

用时间序列聚类与早期分类策略，将 LightGBM 与

局部模式识别结合，兼顾了实时性与精度[6]。进一

步地，Fazlipour 等人设计了堆叠式 LSTM-自编码器

并在预训练阶段引入多级注意力，实现了对超长依

赖的捕获及随机权值初始化难题的缓解[7]。这些早

期探索为后续多模态、多任务负荷预测模型的演进

奠定了方法学基础。 

尽管基于循环神经网络（recurrent neural network，

RNN）的 LSTM 神经网络能够捕捉负荷序列的时

序依赖，但其串行迭代特性在并行计算及长距离

梯度传播方面仍面临瓶颈。受一维卷积与膨胀因

子相结合的启发，时序卷积神经网络（ temporal 

convolutional network，TCN）近年被引入负荷预测

领域。TCN 依赖因果卷积确保输出不泄露未来信

息，通过残差块与膨胀卷积在保持感受野指数级扩

张的同时有效缓解梯度消散问题，兼具并行推理与

长序列建模优势。Zulfiqar 等人将 TCN 应用于住宅

级 STLF，证明其在提取多尺度时序特征方面优于

传统 LSTM，实现了精度提升[8]。赵洋等进一步在

TCN 中植入自注意力以动态调节不同时间尺度的

卷积核权重，显著降低了负荷峰值误差[9]。Türkoğlu
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等人的综述指出，TCN 在在线增量学习与异常检测

场景具有天然适配性，已被视作继 RNN 之后的另

一条主流技术路线[10]。结合特征工程与优化算法亦

可放大 TCN 优势，Zuo 等人通过 TCN 作为局部模

式提取器，实现了精度、稳定性与收敛速度的多指

标最优[11]。因此，引入 TCN 为核心的卷积式并行

结构，可有效提高负荷预测的精度。 

虽然基于循环神经网络与卷积神经网络的架

构可提取时间序列多尺度依赖，然而这些网络往往

侧重单向或局部，难以在更长的历史窗口内保持信

息流动。针对长序列预测瓶颈，基于注意力机制的

Transformer 及其后续 Informer 以 Self-Attention 与

长依赖建模能力被引入电力时序预测，能够在保持

线性复杂度的同时实现对超长序列的高效编码[12]。

任建吉等在CNN-BiLSTM 框架中嵌入注意力机制，

显著强化了负荷与气象等多源特征的耦合关系，从

而提升了超短期电力负荷预测精度[13]。Qu 等人提

出的 Forwardformer 将多尺度前向自注意力融入

Transformer 架构，实现了对日前负荷的高效长序列

建模，为短期负荷预测提供了新的 Transformer 范

式[14]。范杏蕊利用改进的 Autoformer 在网络内部引

入渐进式时序分解，并以 Nystrom 自注意力高效逼

近标准注意力，使模型在保持较低时间复杂度的同

时精准捕捉负荷的复杂趋势与不确定性，提升短期

电力负荷预测精度[15]。周师琦等基于 Autoformer 通

过多尺度解耦和概率化贝叶斯优化，能够在捕获高

波动负荷子序列的同时动态量化预测不确定性，提

升短期电力负荷预测的精度与鲁棒性[16]。 

同时，最近的研究着重于通过不同模块的融

合，以兼顾局部特征提取与长程依赖建模的双重需

求，提高负荷预测的准确性。部分工作探索了 TCN

与 Transformer 的串行或并行叠加结构。为提升校

园热电联产系统的蒸汽负荷预测精度，有学者构建

了混合 Transformer-TCN-GRU 模型，利用 TCN 提

取多尺度局部模式，借助 Transformer 捕获全局依

赖，在长达 8 年的实测数据上获得了 0.96 的确定系

数[17]。针对短期电力负荷的强波动性，另有研究设

计了一种双模块框架，先通过数据增强模块引入峰

值与趋势信息，再以多层 TCN 与 Transformer 相结

合的深度学习模块实现高精度预测，在澳大利亚多

个公开数据集上验证了其有效性[18]。进一步地，面

向含可再生能源的综合能源系统多元负荷预测，有

研究提出了 TCN-FECAM-Informer 模型，利用频域

增强通道注意力机制改进 TCN 的特征提取能力，并

将处理后的特征序列输入 Informer 网络，实验结果

表明该结构在多元负荷预测中显著优于传统循环神

经网络[19]。上述研究表明，TCN 与 Transformer 类模

型的有机融合能够在局部时序特征与全局依赖关系

之间形成有效互补。然而，现有叠加模型大多将卷积

与注意力模块简单串行拼接，未充分考虑负荷数据

中工作日、周末与节假日等不同用电模式的异质性，

且普遍缺乏针对高维特征的自适应筛选机制，难以

在复杂场景下实现精度与鲁棒性的同步提升。 

综上所述，现有短期负荷预测研究虽在相似日

划分、TCN 卷积与 Transformer 长程依赖建模方面

各有进展，但仍存在三大问题：1）多数方法仅针对

单一负荷模式训练，难以同时刻画工作日、周末与

节假日的用电差异；2）卷积与注意力尚未形成统一

训练框架，局部细节与全局趋势的交互效率不足；

3）长序列模型普遍侧重复杂度压缩，缺乏特征筛选

与超参数自适应。为弥补上述不足，本文提出“相

似日聚类-TCN-Informer”组合模型：首先，采用模

糊 C 均值将历史样本软聚类为工作日、周末与节假

日 3 类相似日，引入差异化先验；其次，在每一簇

内以因果膨胀 TCN 提取局部高频特征，再借助

Informer 的 ProbSparse-Attention 捕获长程依赖，形

成“分群-卷积-稀疏注意”三级协同机制；最后，

通过贝叶斯优化完成超参数搜索，构建出兼具多模

式适配与局部-全局协同能力的高精度短期负荷预

测模型。 

1 研究方法 

1.1 SD-TCN-Informer 整体架构 

本文提出了一种融合相似日选取（similar days 

selection）、TCN 与 Informer 模型的混合深度学习预

测框架（SD-TCN-Informer），旨在解决电力负荷预

测中存在的噪声干扰严重、局部特征难以提取以及

长程依赖丢失等关键问题。模型架构如图 1 所示，

模型数据流依次经过样本筛选、局部特征提取与全

局长序预测 3 个核心处理单元，最终实现对电力负

荷的预测。 

首先，针对电力负荷数据受气象条件（温度、

湿度）及日历效应（工作日、节假日）影响的特点，

模型引入了相似日选取模块，通过计算预测日与历

史样本在气象特征及日期类型上的相似度，筛选出

与预测目标最为接近的历史负荷序列，构建高相关
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性的输入数据集。 

随后，经过筛选的相似日多变量序列被输入

TCN 模块进行深层特征挖掘。TCN 采用因果膨胀

卷积结构，能在保证不泄露未来信息前提下，通过

指数级扩大的感受野捕捉序列中的高频波动与局

部短时依赖关系，为后续的长序列建模奠定基础。 

最后，由 TCN 模块输出的高维特征向量被送

入 Informer 预测网络，利用生成式推理机制，接收

编码器输出的全局上下文信息，一步生成电力负荷

预测值。 
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图 1 SD-TCN-Informer 模型架构 

Fig.1 Architecture of the SD-TCN-Informer

1.2 基于模糊 C 均值的相似日聚类模块 

电力负荷具有显著的周期性和日历效应，不同

日期类型的负荷曲线形态差异巨大。直接使用全部

历史数据进行训练往往会引入噪声，降低模型对特

定日期的预测精度。为此，本文引入模糊 C 均值聚

类算法（fuzzy C-means，FCM）对历史样本进行软

聚类，构建相似日集合。FCM 允许一个数据点以不

同程度的隶属度属于多个类别，更适合处理电力负

荷数据中某些日期属性界限模糊的问题，其目标是

通过迭代，最小化以下目标函数 Jm
[20]： 

2

1 1
| |

N C m

m ij i ji j
J u

 
   x c        (1) 

式中：N 为样本总数；C 为聚类簇数，C=3，对应工

作日、周末、节假日；m 为模糊加权指数，控制聚

类的模糊程度；xi 为第 i 个样本的特征向量，包含历

史负荷、温度、湿度等特征；cj 为第 j 个聚类中心的

向量；uij 为第 i 个样本属于第 j 类的隶属度，满足

1
1

C

ijj
u


 。 

模型训练前，首先利用 FCM 算法计算历史样

本的聚类中心 cj。对于待预测的目标日 xtarget，首先

提取其特征向量，计算其与各聚类中心的欧氏距

离，确定其所属的主导类别（即隶属度最大的类

别）。随后，从历史数据库中筛选出所有属于该主导

类别的样本，组成相似日集合。该集合将作为后续

TCN-Informer 模型的训练输入。 

1.3 TCN 局部特征提取模块 

在 SD-TCN-Informer 框架中，TCN 承担局部高

频特征提取的任务，挖掘负荷序列中的短时突变和

日内波动规律。TCN 采用了因果卷积（causal 

convolution），确保在 t 时刻的预测仅依赖于 t 时刻

及以前的历史信息，严禁未来信息泄露。为了在不

增加网络深度的情况下扩大感受野（ receptive 

field），捕捉更长的历史信息，TCN 引入了膨胀卷积

（dilated convolution）。 

对于一维输入序列 X∈RT 和卷积核 f:{0, …,  

k-1}→R，在时刻 t 的膨胀卷积操作 F(t)定义为[21]： 
1

0
( ) ( * )( ) ( )

k

d t d ii
F t X f t f i x



 
        (2) 

式中：d 为膨胀因子，通常随网络层数呈指数级增

长；k 为卷积核大小；*d 表示膨胀卷积运算。这种

设计使得 TCN 能够以对数级层数覆盖极长历史视

窗，有效捕捉电力负荷数据中的多尺度时间特征。 

为了解决深层网络的梯度消失问题，增强模型

的稳定性，TCN 采用了残差块（residual block）结

构。输入 x 与卷积层的输出 F(x)进行相加[22]： 

Activation( ( ))o x F x         (3) 

本文中的 TCN 层包含 2 个膨胀因子卷积层，

每层后接权重归一化和 ReLU 激活函数，并引入

Dropout 层防止过拟合。经过 TCN 处理后，原始的

一维负荷序列被映射为含局部上下文信息的高维

特征向量，并作为后续 Informer 模块的输入。 
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1.4 Informer 长程依赖建模模块 

本文在后端引入 Informer 模型，解决长序列时

间预测（LSTF）难题。Informer 的核心创新包括概

率稀疏自注意力机制以及生成式解码器（generative- 

style decoder）[23]。Zhou 等人在 Informer 中通过统

计分析发现，自注意力分布通常呈长尾形态，仅有

少数 Query-Key 对拥有显著权重[23]。Informer 引入

Kullback-Leibler（K-L）散度来度量注意力分布与均

匀分布的差异，筛选出活跃查询（active queries）。

概率稀疏自注意力定义为[23]： 

T

Attention( , , ) Softmax
kd

 
 
 
 

QK
Q K V V     (4) 

式中：Q 为由稀疏度量筛选出的前 u 个主要查询向

量（u=c·lnL）；dk为输入维度。该机制将时间复杂度

从 O(L2)显著降低至 O(LlnL)，使得模型能够高效处

理长达数周的电力负荷序列，精准捕捉周度、月度

等长程依赖关系。 

为了进一步压缩特征维度并突出关键信息，

Informer 在编码器层之间引入了蒸馏操作。通过一

维卷积（Conv1d）和最大池化（max pooling）层，

逐步减半序列长度[23]： 

1 AB(MaxPool(ELU Conv1d( )[ ] ) )t t

j jX X      (5) 

该操作构建了金字塔式的特征提取结构，在保

留重要长程特征的同时，大幅减少了内存占用。针

对误差累积，Informer 采用生成式解码器，一次性

输出所有预测时间步的结果。解码器的输入由 2 个

部分组成：1）Start Token，从输入序列中截取的各

种长度的历史片段；2）占位符，待预测部分的占位

符。通过掩码多头注意力机制（masked multi-head 

attention），解码器利用编码器输出的特征图，直接

通过全连接层一步生成未来 24 h（48 个点）的负荷

预测值。 

2 实验分析 

2.1 数据与预处理 

为验证所提模型在电力负荷预测任务中的有效

性，本文选取澳大利亚能源市场运营商（Australian 

energy market operator，AEMO）新南威尔士州（NSW）

地区的实际运行数据作为实验对象。数据集的时间

跨度为 2018 年 1 月 1 日至 2020 年 12 月 31 日，采样

间隔为 30 min。该数据集涵盖了长期的电力系统运行

状况，包含约 52 608 个时间步的数据样本。 

在变量选择上，考虑到电力系统受气象条件及

市场经济因素的显著影响，本文选取了同一时间尺

度下的区域温度、相对湿度以及电价作为多变量输

入的外生协变量，以辅助模型捕捉负荷变化的复杂

特征。各变量的时序分布概览如图 2 所示。 

 

图 2 外生变量时序分布概览 

Fig.2 Overview of the full exogenous variables series 

由图 2 可见，作为外生变量的电价表现出极高

的波动性和尖峰特征，这通常由电力市场的供需瞬

时失衡引起；而温度和湿度则表现出较强的季节相

关性。这些外生变量与负荷序列之间存在复杂的非

线性耦合关系（如高温导致制冷负荷激增），这对预

测模型的特征提取能力提出了更高的要求。因此，

本文采用的 NSW 数据集是一个集多重季节性、非

线性相关及高噪声于一体的典型时间序列，非常适 

于验证深度学习模型的预测性能。 

2.1.1 原始数据分析 

图 3 为 NSW 电力负荷全序列概览。由图 3 可

见，电力负荷数据具有显著的周期性和非平稳性。序

列呈现出明显的日度、周度和季节性波动模式：在日

内尺度上，负荷通常在早晚出现双高峰，对应居民和

工业用电的活跃时段；在季节尺度上，夏季和冬季由

于空调及采暖需求，负荷水平往往高于春秋两季。 
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图 4 展示了 NSW 电力负荷全序列数据分布直

方图。从统计特性来看，负荷分布近似于正态分布，

但存在一定的偏度。这种分布特性反映了电力消费

行为的统计规律，即大部分时间的负荷集中在均值

附近（6 000~8 000 MW 区间），但也存在由于极端

天气或特殊事件导致的极高或极低负荷情况。 

 

图 3 NSW 电力负荷全序列概览 

Fig.3 Overview of the full NSW electrical load series 

 

图 4 NSW 电力负荷全序列数据分布直方图 

Fig.4 Histogram of the full series data distribution of NSW 

electrical load 

2.1.2 数据预处理及划分 

本文以历史电力负荷序列为输入，未来电力负

荷为预测目标，输入序列步长为 96 步，输出序列步

长为 48 步，即预测未来 24 h 的电力负荷值。为保

证模型评估的客观性，本文将数据集严格按照时间

顺序以 7:1:2 的比例划分为训练集、验证集和测试

集。模型的训练与评估均基于训练集和验证集完

成，而本文最终的性能评估及图表中展示的预测结

果均是在测试集上得出的。 

为了消除电力负荷与温度、湿度、电价等外生

变量之间显著的量纲差异，并加速深度学习模型的

训练收敛过程，本文引入了全局标准化处理模块。

该模块采用标准差标准化方法，将所有输入特征映

射至统一的数值区间。为了严格遵循时间序列分析

中的因果约束并防止数据泄露，标准化所需统计量

（均值与标准差）并非基于全量数据计算，而是严

格限制在当前折（fold）的训练集范围内动态生成。 

在验证策略上，本文采用时间序列交叉验证

（TS-CV）框架。该方法通过扩展窗口机制，保持

时间序列的自然顺序不被打乱：训练集的结束点随

时间推移逐步向后滑动，而验证集始终取自训练窗

口紧邻的未来时间段。在每一轮交叉验证中，标准

化参数均重新计算并仅应用于对应的验证集和测

试集。该方法不仅保证了评估过程的客观性，还有

效模拟了实际电力系统中随着时间推移不断获取

新数据进行滚动预测的真实场景。 

2.2 评价指标 

为了实现全面评估模型的预测性能，本文评估

指标采用平均绝对误差（MAE）、相关系数（CORR）、

均方根误差（ RMSE）和平均绝对百分比误差

（MAPE），其计算公式为： 

MAE

1

1
|ˆ|

n

i i

i

y y
n




            (6) 

式中：n 为样本总数； iy 为第 i 个样本的真实值；

ˆ
iy 为 i 个样本的预测值。 
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式中：y 为真实值的平均数；ŷ 为预测值的平均值。 

2

RMSE

1

1
)ˆ(

N

i i

i

y y
N




            (8) 

MAPE

1

ˆ1 n
i i

i i

y y

n y





             (9) 

2.3 模型训练 

本文提出的 SD-TCN-Informer 组合模型基于

PyTorch 深度学习框架搭建。实验硬件环境采用搭

载第 13 代 Intel(R) Core(TM) i7-13620H 处理器和

NVIDIA GeForce RTX 4060 Laptop GPU 的计算平

台。软件环境为 Python 3.8、CUDA 12.8 及 PyTorch 

1.13。模型训练采用 Adam 优化器，初始学习率设

为 10–4，并引入早停机制以防止过拟合，最大迭代

轮数设为 100，批次大小为 32。训练过程中采用标

准化后的平均绝对误差 δMAE作为损失函数。 

图 5 展示了模型在训练集与验证集上的损失收

敛曲线。由图 5 可见，模型在前 20 轮经历了快速
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下降与震荡调整，随后损失值逐渐趋于平稳，验证

集损失在第 53 轮达到最低点，随后呈现轻微上升

趋势，整个训练过程未出现梯度消失或发散现象，

证明了模型结构的稳定性。在计算效率方面，得益

于 TCN 的并行卷积结构与 Informer 的概率稀疏注

意力机制，模型有效降低了处理长序列的时间复杂

度。在上述硬件配置下，单次迭代（epoch）的平均

耗时约为 28 s，完整训练流程总耗时约为 32 min。 

 

图 5 模型训练集与验证集损失收敛曲线 

Fig.5 Loss convergence curves of the model’s training set 

and validation set 

3 实验结果与讨论 

3.1 模型性能分析 

将贝叶斯优化后的超参数组合代入本文提出

的 SD-TCN-Informer 组合模型，在测试集上进行最

终评估。在负荷基数较大情况下（7 000~9 000 MW），

本文模型的平均绝对误差为 233.529，均方根误差

仅为 296.71，平均绝对百分比误差控制在 3.02%，

表现出极高预测精度。皮尔逊相关系数达 0.974 1，

说明预测序列与真实负荷序列之间存在极强的正

相关性，模型能够精准复现负荷的波动规律。    

图 6 为预测值与真实值的散点拟合情况。由图 6 可

见，数据点紧密分布在 y=x 理想对角线附近，未出

现明显的离散现象。即便在 8 000 MW 以上的高负

荷区间，模型依然保持了良好的拟合能力，证明

TCN 模块在提取局部高频特征方面的优势。 

图 7 的直方图进一步展示了模型预测平均绝对

误差的概率密度分布。误差分布呈现显著的右偏

态，绝大多数样本的绝对误差集中在[0, 400]的低值

区间内，长尾部分的极端误差极少。这表明模型具

有极高的鲁棒性，在面对突发性负荷波动时仍能保

持较低的偏差水平。 

 

图 6 负荷预测值-真实值散点拟合图 

Fig.6 Fitting scatter plot of predicted values vs. actual 

values of the load 

 

图 7 MAE 损失整体分布 

Fig.7 Overall distribution of MAE loss 

为了直观评估模型的时序跟踪能力，图 8 展示

了测试集中不同日期 24 h 负荷预测走势。 

 

图 8 连续 1 周电力负荷预测结果对比 

Fig.8 Comparison of continuous one-week power load 

prediction results 

从图 8 可以看出，无论是早高峰的爬坡阶段，

还是午间的平稳过渡期，预测曲线均能紧密跟随真

实负荷曲线。特别是针对日内双峰结构（早晚高



52  2026 年 
 

http://rlfd.cbpt.cnki.net 

峰），Informer 的 ProbSparse-Attention 机制发挥了

关键作用，成功捕捉了负荷的长程依赖关系，实现

了相位与幅值的双重精准对齐。 

从图 8 也可以看出，真实负荷曲线在 7 天内呈

现出明显的周期性波动，且工作日与周末的负荷模

式存在显著差异。模型成功捕捉到这种周度依赖

性，不仅在工作日的高峰期实现了紧密跟踪，在周

末负荷整体下降时也能迅速调整预测基准。连续  

1 周的预测曲线未出现相位偏移或显著的累积误

差，证明模型在长周期序列预测中的鲁棒性。 

此外，为了进一步探究模型在不同用电时段的

误差分布特性，本文统计了测试集全时段的绝对误

差，其箱线图如图 9 所示。由图 9 可见，各小时的

误差中位数均保持在较低水平，且位置相对平稳，

说明模型未出现特定的失效时段。尽管受随机用电

行为影响，各时段均出现了一定数量的离群点，但

这些点的数值量级并未失控，且箱体主体依然紧

凑。这表明即便在面对突发扰动时，TCN 模块提取

的局部特征仍能将预测误差限制在可接受范围内，

模型整体具备良好的抗干扰能力。 

 

图 9 模型分时绝对误差分布特性 

Fig.9 Distribution characteristics of hourly absolute error 

of the model 

3.2 消融实验 

为了定量评估“相似日聚类”“TCN 局部特征

提取”及“Informer 长程建模”各组件的贡献，本

文设计了消融实验。对比模型变体包括：1）本文提

出的完整组合模型（SD-TCN-Informer）；2）移除

TCN 模块中残差连接结构仅保留卷积层，用于验证

残差连接对深层特征提取的有效性（无 TCN 残差

变体 SD-Informer）；3）将 Informer 中的 ProbSparse-

Attention 替换为标准 Self-Attention，即退化为

Transformer 结构（SD-TCN-Transformer），验证稀疏

注意力机制在捕捉长程依赖中的作用；4）去除相似

日聚类模块的变体（TCN-Informer），用于验证相似

日划分模块的作用。表 1 为消融实验结果对比。 

表 1 消融实验结果对比 

Tab.1 Comparison of ablation experiment results 

模型变体 RMSE MAE 

SD-TCN-Informer 296.70 233.52 

SD-TCN-Transformer 375.42 278.16 

SD-Informer 452.76 313.76 

TCN-Informer 348.55 265.38 

由表 1 可见，完整模型的性能最优。当去除相

似日聚类模块后，模型的均方根误差和平均绝对误

差分别显著上升至 348.55 和 265.38。这证明若不显

式区分工作日、周末与节假日等异质化用电模式，

模型难以有效剥离跨模式噪声，导致整体预测精度

明显下降。同时，当移除 TCN 的残差连接结构后，

均方根误差大幅上升至 452.76，表明残差机制对于

缓解梯度消失、提取深层时序特征至关重要。若将

模型简化为单分支结构，平均绝对误差增加至

278.16，验证了多尺度特征融合在处理复杂电力负

荷数据时的必要性。 

3.3 对比实验 

为了进一步验证所提方法的先进性，将其与当

前主流的时间序列预测模型 LSTM 和 TimesNet 进

行对比。所有模型均在相同的数据集和实验环境下

运行，对比结果见表 2。 

表 2 与主流模型预测性能对比 

Tab.2 Comparison of prediction performance with 

mainstream models 

对比模型 δMAE δRMSE CORR 
δMAE降低 

幅度/% 

δRMSE降低 

幅度/% 

LSTM 273.62 355.71 0.945 8 14.66 16.59 

TimesNet 264.18 338.45 0.961 2 11.61 12.33 

本文模型 233.52 296.70 0.974 1   

由表 2 可知，传统的 LSTM 模型由于存在梯度

消失问题，难以捕捉长序列依赖，预测精度最低，

平均绝对误差为 273.62。TimesNet 模型凭借其先进

的二维时序建模机制，能够有效提取复杂的时序特

征，性能优于 LSTM 模型。然而，作为一种通用模

型，TimesNet 模型未能针对电力负荷数据进行专门

优化，在处理节假日等特殊模式时仍存在局限性，

均方根误差为 338.45。相比之下，本文提出的组合

模型在所有指标上均实现了最佳表现。具体而言，
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与基准模型 LSTM 相比，本文模型的均方根误差和

平均绝对误差分别降低了 16.59%和 14.66%；与

TimesNet 相比，本文模型的均方根误差和平均绝对

误差降低了 12.33%和 11.61%。这充分证明了通过

相似日聚类划分数据模式，并结合 TCN 与 Informer

优势的策略，能够有效解决短期电力负荷预测中

“高波动”与“长依赖”难以兼顾的痛点。 

4 结论与展望 

本文针对短期电力负荷预测中存在的非线性

强、波动性大及长程依赖难以捕捉的问题，提出了

一种 SD-TCN-Informer 的组合预测方法。通过在澳

大利亚 AEMO-NSW 30 min 公开数据集上的实验验

证，得出以下结论。 

1）在负荷预测准确率方面，利用模糊 C 均值

算法将历史数据划分为不同相似日簇，有效降低了

数据分布的复杂性，使模型能针对特定用电模式进

行精准学习。TCN 模块有效提取了负荷序列的局部

高频波动特征，而 Informer 网络通过稀疏注意力机

制成功捕获了长序列的时间依赖性。两者结合使得

模型在均方根误差和平均绝对误差指标上分别达

到 296.71 和 233.53，预测精度显著优于单一的

LSTM 或 TimesNet 模型。表明模型在电力负荷预测

中具有高准确性和强稳定性。 

2）在工程应用方面，模型在 30 min 分辨率的

24 h 预测任务中表现出 3.02%的低平均绝对百分比

误差和 0.974 1 的高相关性，且误差分布集中，具备

良好的鲁棒性，可为电力系统的短期调度与现货交

易提供可靠的数据支撑。 

尽管本文提出的模型在电力负荷预测的准确

性和稳定性方面整体表现更为突出，但是实验也具

有一定的局限性，未来的研究工作将考虑引入更多

因素作为协变量，进一步探索多源信息融合对极端

天气下负荷预测精度的提升作用。 
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