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基于 LightGBM-Transformer 模型与

NSGA-II 的燃煤机组启停过程优化 

丁鹏恺，陈  衡，黄子健，张肇清，刘文毅，潘佩媛 
（华北电力大学能源动力与机械工程学院，北京  102206） 

［摘 要］【目的】提升燃煤机组深度调峰条件下启机升负荷与停机降负荷非稳态阶段的响应速度与

经济性。【方法】基于 660 MW 机组 DCS 多月启停运行数据，首先采用滑动窗口范围阈

值与稳态判据识别启停过程中的非稳态片段，随后采用最大信息系数筛选出与功率强相关

的特征变量，并引入过程进度特征表征启停阶段的推进程度。针对跨月份工况差异，在各

启停片段内按时间顺序分层划分数据集，并分别构建 LightGBM 与 Transformer 功率预测

代理模型，采用贝叶斯优化完成超参数寻优。最后，将训练得到的预测模型嵌入 NSGA-II，

以提升变负荷速率和降低燃料消耗为目标，在满足安全约束下进行寻优，输出可执行的

给定值轨迹。【结果】非稳态片段预测模型在跨月份条件下仍保持较好的泛化性能，经

NSGA-II 优化后，启停非稳态片段耗时平均缩短约 5.34%，累计燃料量平均降低约 3.53%。

【结论】提出的基于数据驱动代理建模与多目标寻优的启停优化方法，可在满足安全约束

的前提下兼顾缩短启停时间与降低燃料消耗，为燃煤机组灵活调峰与在线运行辅助决策提

供技术支撑。 
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Optimization of start-up and shutdown processes for coal-fired units based on 

LightGBM-Transformer model and NSGA-II 

Ding Pengkai, Chen Heng, Huang Zijian, Zhang Zhaoqing, Liu Wenyi, Pan Peiyuan 

(School of Energy, Power and Mechanical Engineering, North China Electric Power University, Beijing 102206, China) 

Abstract: [Objective] With the high penetration of renewable energy in power systems, coal-fired units are required 

to provide peak-shaving services with higher frequency and larger depth, making start-up load ramp-up and 

shutdown load ramp-down more time-critical and cost-sensitive. This study aims to improve the responsiveness and 

economic performance of non-steady-state operating phases during start-stop transitions under deep peak-shaving 

conditions, while ensuring compliance with operational safety constraints. [Methods] Multi-month DCS data from 

a 660 MW coal-fired unit sampled at 5 s were analyzed. Non-steady segments in start-up and shutdown were firstly 

identified by combining sliding-window range thresholds with steady-state criteria, yielding transient datasets 

aligned with the underlying operational transitions. Candidate variables were then screened using the maximal 

information coefficient to retain features most strongly associated with output power, supplemented with a process 

progress descriptor to represent phase evolution and improve discrimination across different load intervals. To 

accommodate cross-month operating variability, start-stop events were organized into source and target domains. 

Within each target-domain segment, a time-stratified split was adopted, with the first 10% used for validation and 
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the remaining 90% reserved for testing, thereby preserving temporal causality and avoiding leakage from future 

samples. Given the distinct dynamics of start-up load ramp-up and shutdown load ramp-down, two surrogate 

predictors were developed (LightGBM for tabular feature interactions and a Transformer for temporal dependency 

representation), and their hyperparameters were tuned via Bayesian optimization. After model selection, source-

domain data were combined with the target-domain validation subset for final training. The trained surrogate models 

were embedded in an NSGA-II multi-objective optimization framework. Under safety constraints and ramp-rate 

limits, the optimization jointly improved load-ramping capability and reduced fuel consumption, producing 

executable set-point trajectories and load-change strategies suitable for operational guidance. [Results] The phase-

specific surrogate models achieved stronger predictive performance than common baselines such as XGBoost and 

random forests across operating conditions, and maintained robust generalization in cross-month evaluation. When 

applied to representative non-steady segments, NSGA-II produced feasible set-point trajectories that satisfied the 

imposed constraints throughout the transient. Relative to baseline operation, the optimized strategies reduced the 

average duration of non-steady start-stop segments by approximately 5.34% and lowered cumulative fuel 

consumption by approximately 3.53%, indicating concurrent gains in speed and economy. [Conclusion] A data-

driven hybrid modeling and multi-objective evolutionary optimization approach is developed for coal-fired unit 

start-up and shutdown under deep peak-shaving conditions. By coupling phase-specific power surrogates with 

constraint-aware optimization, the method generates implementable set-point trajectories that jointly accelerate 

transient response and reduce fuel use within safe operating envelopes, providing practical support for flexible 

operation and online decision assistance. 

Key words: coal-fired unit; deep peak shaving; rapid start-up and shutdown; data-driven; hybrid optimization 

algorithm 

全球能源转型的背景下，风电、光伏等可再生

能源装机规模和发电占比不断提升。火电厂作为电

力系统的重要支撑，提高火电厂调峰过程的灵活性

与经济性，保障电力系统稳定具有重要意义[1-2]。然

而，基于传统机理建模的运行优化方法存在建模成

本高、求解效率低且难以精确表征复杂工况下机组

动态特性等局限。随着大数据和人工智能技术的发

展，数据驱动方法可通过整合工业现场海量运行数

据、提取特征并训练模型，实现对真实系统的拟合[3]。 

近年来，预测模型结合智能优化算法在能源系

统中逐步成为灵活性改造的有效工具。调峰灵活性

改造研究主要围绕储能侧、可再生能源侧、电网与

调度侧、负荷与需求侧和燃煤机组侧展开。在储能

侧，Dong 等人[4]针对固体氧化物燃料电池与压缩空

气储能的混合系统，采用人工神经网络配合 NSGA-

II 进行多目标寻优，优化后㶲效率提高 10.8%，同

时 CO₂排放降低 60.7 kg/(MW·h)，发挥系统级调峰

作用；Du 等人[5]聚焦电池循环经济，以随机森林等

9 种算法建立预测模型，结合主成分分析、特征筛

选及网格搜索调参，将计算时间缩至 7 min 且性能

偏差小于 3%，提升了储能缓冲能力，提高了系统调

峰灵活性。在可再生能源侧，Chen 等人[6]以多模态

深度学习构建预测模型并耦合多目标优化，使光伏

系统采光指标提升 1.2~3.4，把白天自发电显著抬升

到负荷峰段，从而增强削峰能力。在电网与调度侧，

Cestero 等人[7]构建 PINN 预测与 RL 优化框架，在

满足电压约束下，训练加速约 50%，显著提升日内

削峰与调峰灵活性。在负荷与需求侧，Wei 等人[8]构

建物理模型库，训练多层感知机作为评估器，在多

场景下 R2 超过 0.95，并把约 1 308 kW·h 的整体   

削峰量汇聚成可调度弹性。在燃煤机组侧，陈东超

等[9]通过训练XGBoost煤耗预测模型提取全工况最

优给定值，结合预测模型和优化算法实现在线校

准，在 1 000 MW 机组上，典型工况回归 R2 达到 

0.85，优化后机组实现节煤 0.84~5.91 g/(kW·h)、CO2

减排 2.09~ 11.52 g/(kW·h)的目标，同时扩大了机组

低负荷可达区。 

上述研究在预测模型结合优化算法的效率与

精度上已取得显著成效，但在应用上仍存在问题。

首先，现有模型多基于短期样本，使其在跨月份工

况下的泛化能力有限；其次，在燃煤机组侧的研究

多聚焦于稳态寻优，启停过程中的非稳态区间在时

间和能耗方面仍存在较大优化空间；最后，现有模

型大多围绕常规运行工况展开，在一些极端工况下

仍存在较大的偏差。 

针对以上问题，本文提出了一种启停差异化的

预测与优化方法，在统一的特征筛选与非稳态识别

流程下，将启机升负荷与停机降负荷建模为 2 类动

态特性不同的预测子任务，分别构建 LightGBM 与

Transformer 代理模型，并对 2 类模型独立开展超参

数寻优与性能评估。先利用最大信息系数进行特征

筛选，并基于非稳态数据筛选与跨月份的数据集划 
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分构建源域与目标域样本，分别对启机与停机非稳

态区间训练预测模型，并嵌入贝叶斯优化提升预测

精度，最终结合 NSGA-II 在变负荷速率与燃料消耗

两目标之间搜索推荐解，加快启停速率并降低启停

过程煤耗，同步提升燃煤机组参与调峰时的响应速

度与经济性。 

1 预测模型和优化算法 

1.1 贝叶斯优化 

在机器学习与深度学习算法中，模型超参数的

设置决定了模型的性能。为在有限计算预算下高效

搜索超参数，采用贝叶斯优化进行自动寻优[10]。 

贝叶斯优化算法的核心由 2 部分组成：一方面，

依据有限次函数评估结果，在参数空间中拟合一个

概率代理模型，如高斯过程，从而给出目标函数在

各候选点上的后验分布；另一方面，在该后验分布

基础上构造采集函数，通过在参数空间内寻找采集

函数的极值点来确定下一轮评估的位置。 

贝叶斯优化过程的整体流程如图 1 所示。 

 

图 1 贝叶斯优化原理 

Fig.1 Principles of Bayesian optimization 

1.2 LightGBM 模型 

LightGBM（light gradient boosting machine）是

一种基于梯度提升的机器学习算法，具有训练效率

高、内存消耗低等特点[11]。其采用直方图分裂与

leaf-wise 生长策略，并采用梯度单侧采样（GOSS）

与互斥特征绑定（EFB）等机制，降低大规模样本

与高维特征条件下的计算成本。 

模型训练首先进行初始化，通常以常数项作为

初始预测用于最小化经验风险。在每一轮迭代中，

模型根据当前预测结果与真实值之间的误差构造

新的回归树。在第m 次迭代时，损失函数对当前预

测值的梯度为[12]： 
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式中：gi(m)为第 i 个样本在第 m 轮迭代中的梯度；

xi 为输入特征向量；yi 为样本真实值；Fm–1(xi)为上

一轮迭代中对样本 i 的预测值。 

算法利用梯度信息构建新的决策树 hm(x)，用 

于拟合当前残差。根据新决策树的结果更新模型。

经过 m 轮迭代后，最终的预测模型表示为： 

0

1

( ) ( ) ( )
M

M m

m

F x F x h x


           (2) 

式中：FM(x)为经过 M 轮迭代后的最终预测函数；

F0(x)为初始预测函数；x 为输入特征向量；为学习

率；M 为总迭代次数；hm(x)为第 m 轮生成的回归树

输出。 

1.3 Transformer 模型 

Transformer 是一类基于自注意力机制的序列

建模结构，能够在统一表征空间内刻画多变量之间

的非线性依赖关系，并通过注意力权重在不同时间

步之间自适应聚合信息[13]。 

为建立原始输入序列的位置信息，在嵌入层采

用正弦和余弦的位置编码： 

2 /

,2 sin( /10 000 )i d

o iP o            (3) 

2 /

,2 1 cos( /10 000 )i d

o iP o            (4) 

式中：o 为原始输入序列中的位置；i 为位置编码的

维度索引；d 为嵌入向量的维度。 

在编码器内部，单头缩放点积注意力计算过程为： 
Q
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K
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式中： ×L dX R 为编码器的输入矩阵；L 为输入序

列长度；Q、K、V 分别表示查询、键与值矩阵；WQ、

WK、WV分别为查询、键与值的线性投影矩阵；dk 为

键向量的维度。 

多头注意力机制将上述过程应用于 h 个不同的

头，对于每个头使用不同的权重矩阵
h

Q
W 、

h

K
W 、

h

V
W ，各头输出拼接后经输出投影矩阵 WO 线性变

换得到最终输出[14]： 
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 1 O( ) Concat head ,...,headhM X W      (9) 

式中：M(X)为多头注意力输出矩阵；headi为第 i 个

注意力头的输出；WO 为输出投影矩阵；h 为注意力

头数量。 

1.4 NSGA-II 多目标优化算法 

NSGA-II（non-dominated sorting genetic algorithm 

II）是一种多目标进化算法，通过快速非支配排序与

拥挤距离在每一代同时保证Pareto前沿的收敛性与

多样性。算法以交叉与变异从父代中产生子代，将

二者合并后进行非支配排序得到若干等级，在同级

内按拥挤距离优先保留彼此间隔更大的个体，截取

得到下一代，由此形成带精英保留的演化过程，逐

步逼近Pareto前沿。 

对解 x、y，若 x 在所有目标上不差于 y，且至

少在一个目标上更优，则称 x 支配 y。约束采用可

行性优先：先判可行与否，再比较违反量，最后比

较目标值[15]。违反量定义为： 

( ) max{0,  ( )} ( )i k

j k

V x g x h x       (10) 

式中：gi(x)≤0 与 hk(x)=0 分别为不等式与等式约束。 

2 混合优化模型构建 

2.1 数据集及预处理 

本文所使用的数据来自某 660 MW 机组 DCS

的实时运行参数，包括 2024 全年和 2025 年前 2 个

月数据，数据采样间隔为 5 s，每个月采样数据共计

50 余万组。 

首先筛选出包含启停过程的 5 个月数据，随后

分离出单次完整启停过程。本文中，启停过程定义

为以一次启机或停机过程为中心的连续运行区间，

自机组在稳定工况下达到零负荷或满负荷时刻起，

至下一次在稳定工况下达到满负荷或零负荷时刻

止。为反映启停的全过程特征以及不同负荷区段的

参数变化规律，采样区间内除负荷爬升与回落外，

还包含稳态保持及运行方式切换等阶段。把选取的

6 个启停过程依次编号为 E1—E6，各过程中机组输

出功率按采样结果分析如表 1 所示。 

2.2 特征变量选取 

面向启停过程预测与优化，仅保留机组海量参

数中与功率强相关的特征变量。为识别与功率最相

关的候选特征，本文采用最大信息系数（maximal 

information coefficient，MIC）进行相关性筛选[16]。

MIC 对非线性与非单调关系敏感，且较少依赖变量

的尺度与分布假设，适合启停与大梯度变负荷下的

复杂耦合。初选的 13 个特征变量关于机组输出功

率的 MIC 按大小排序如表 2 所示。 

表 1 输出功率采样结果分析 

Tab.1 Analysis of output power sampling results 

过程 编号 时间 采样时长/h 平均值/MW 最大值/MW 

零至满负荷 

E1 2024-04 10.99 332.60 602.75 

E2 2024-10 25.55 416.86 588.07 

E3 2025-02 14.86 376.12 600.30 

满负荷至零 

E4 2024-04 50.02 332.10 602.72 

E5 2024-09 16.28 319.49 564.83 

E6 2025-01 70.82 408.72 599.38 

表 2 特征参数相关性分析 

Tab.2 Correlation analysis of feature parameters 

序号 特征变量 MIC 系数 

1 燃料量 0.974 

2 调节级压力 0.964 

3 主给水流量 0.957 

4 总风量 0.954 

5 主给水压力 0.953 

6 主蒸汽压力 0.936 

7 主凝结水流量 0.779 

8 空预器出口烟气含氧量 0.762 

9 再热蒸汽温度 0.703 

10 主蒸汽温度 0.543 

11 空气预热器 B 出口烟温 0.500 

12 空气预热器 A 出口烟温 0.485 

13 闭式冷却水温度 0.337 

把 MIC 系数大于 0.7 的变量输入到后续的预测

模型中，变量筛选可以在提高预测精度的同时使优

化算法在约束空间中更快收敛到可行优解。 

2.3 非稳态数据筛选 

在完整的启停过程中，包括功率在内的各运行

参数并非全程单调上升或下降。为优化启停过程，

需要先从原始数据中识别出非稳态阶段，该阶段变

负荷速率提升空间更大，因此更适合采用灵活的调

节策略。本文采用滑动窗口方法进行非稳态识别，

所用变量包括发电机功率、主蒸汽压力、主蒸汽温

度、再热蒸汽温度和主给水流量。 

在每个窗口内计算各变量的极差，并设定各参

数的变化阈值，窗口判定为稳态则整窗标记并前

移，否则仅步进一个采样点。所有未被标记为稳态

的数据，即构成非稳态数据集。 

图 2 给出了待优化数据的非稳态划分结果。由

图 2 可以看出，机组整个变负荷过程由间断分布的 
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稳态与非稳态区域交替构成。 

 

    a) 零至满负荷 

 

     b) 满负荷至零 

图 2 启停过程稳态与非稳态分析 

Fig.2 Analysis of steady and unsteady states during the 

start-up and shutdown processes 

2.4 数据集划分 

本文采用时间分层的源域与目标域方案。源域

为启停过程 E1、E2、E4、E5，目标域分别为启机过

程 E3 和停机过程 E6。 

在跨月份的情况下，机组启停过程环境差异很

大，把源域作为训练集后，直接采用目标域 E3 与

E6 的全量数据作为测试集会大幅降低预测精度，为

增强模型跨月泛化能力，将 E3、E6 过程的数据在

每个稳态与非稳态段内按时间顺序切分，每段前

10%作为验证集，后 90%作为测试集。完成超参数

选择后，将源域和目标域 E3 与 E6 各段前 10%的验

证样本合并进行最终训练，而后 90%样本只用于最

终模型评估与运行优化。 

机组收到新的负荷指令时，可以将前一阶段的

运行数据作为模型学习的参考并入原始训练集中，

后一阶段的数据进行在线预测与优化。 

2.5 模型评估指标 

本文采用平均绝对误差（mean absolute error，

MAE）MAE、均方根差（root mean square error，RMSE） 

RMSE和拟合优度（R2）作为模型的评价指标。各评

价指标计算公式如下[17]： 
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式中：n 为样本数量；yi为实际值； ˆ
iy 为预测值； iy

为实际值的平均值。 

2.6 优化目标 

由预测模型对当前工况变量
ix 预测出的机组

功率 P(xi)，定义相邻步的变负荷速率为： 
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式中：P*(xi–1)为第 1i  个时刻优化后的功率，MW；

P(xi)为第 i 个时刻的候选控制量对应的预测功率，

MW；P0(xi)和 P0(xi–1)分别为第 i 个和第 i–1 个时刻

原始轨迹对应的预测功率，MW；ri为该时刻优化后

的变负荷速率，MW/min；r0,i为第 i 个时刻原始轨迹

对应的变负荷速率，MW/min；t 为相邻采样时刻

的时间间隔，min。 

以启机升负荷过程为例，速率和燃料目标为： 
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式中：rmin、rmax分别为优化开始后各时刻变负荷速

率的最小值和最大值；F(xi)为该时刻优化后的燃料

量，t/h；F0,i为该时刻的原始燃料量，t/h；f1、f2分别

为速率函数和燃料量函数，两目标共同最小化。 

为保证优化轨迹在工程上的可执行性与安全

性，在优化过程中添加安全约束。设第 i 个时刻的可

控给定值为燃料量 Fi、总风量 Ai 与给水量 Wi，对

应原始轨迹为 F0,i、A0,i、W0,i。考虑执行机构能力与

控制回路裕度，三类可控给定值相对原始轨迹的偏

移幅度限制为±5%，如式(18)所示： 
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同时，为保证优化结果不过于偏离原运行工

况，将变负荷速率约束纳入可行域，限制优化后的

速率不超过原始速率的 105%，并保持与原过程同向，

如式(19)所示： 
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1.05 0 0
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每一步优化结束，从当代可行解中按归一化双

目标空间的加权欧氏距离选解，若当代无可行解，则

选取总违反度最小的个体。被选中个体对应的预测

功率记为 P*(xi)，并将其写回作为下一时刻 P*(xi–1) 

的递推输入，由此形成逐时滚动优化过程，直至机

组进入稳态。 

2.7 模型建立过程 

本文在监测数据上完成稳态与非稳态分段，提

取关键特征参数，进行特征筛选后通过 LightGBM

与 Transformer 分别建立启机过程与停机过程的预

测模型并通过贝叶斯优化选择模型最优超参数，在

保证预测精度的同时提升泛化能力。 

在预测模型基础上优化可控变量，以变负荷速

率、燃料消耗为目标，同时设置安全约束，采用

NSGA-II 搜索可行的控制量组合并形成 Pareto 解

集。最终输出可执行的给定值轨迹以提高机组调峰

的灵活性与经济性。模型整体框架如图 3 所示。 

图 3 LightGBM-Transformer 模型与 NSGA-II 整体架构 

Fig.3 Overall architecture of the LightGBM-Transformer model and NSGA-II 

3 结果与讨论 

3.1 超参数优化 

采用贝叶斯优化对LightGBM和Transformer两

模型进行超参数选取，先进行随机探索 12 次，随后

迭代 40 次，共 52 次寻优。两模型最终都以验证集

RMSE 最小为目标。 

对于 Transformer 模型，输入序列长度 L 与位置

编码共同决定其可建模的时间跨度与时序顺序信息 

表达能力， L 过小会削弱对燃烧与传热滞后效应的

覆盖， L 过大则易引入冗余并增加训练复杂度。 

本文预先设定 L =64 的滑动序列作为输入，并

引入位置编码表征窗内时间顺序；对于 LightGBM

模型，预测性能主要受树结构复杂度与叶节点划分

策略影响。两模型的关键超参数配置与优化结果如 

表 3 所示，迭代过程如图 4 所示。从图 4 中可以看

出，两模型在迭代过程中均快速收敛，RMSE 最终

稳定在较低值。 
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表 3 超参数优化结果 

Tab.3 Results of hyperparameter optimization 

模型 超参数 搜索范围 优化结果 

LightGBM 

决策树数量 [200, 1 500] 978 

学习率 [0.01, 0.10] 0.043 6 

最大深度 [3, 10] 6 

叶子比例系数 [0.50, 1.00] 0.852 

子样本率 [0.60, 1.00] 0.859 

Transformer 

隐层维度 [96, 256] 147 

多头数 [2, 10] 7 

层数 [2, 6] 3 

学习率 [10-4, 3×10-3] 0.001 17 

丢弃率 [0, 0.20] 0.01 

批量大小 [320, 640] 376 

 

    a) LightGBM 超参数寻优 

 

    b) Transformer 超参数寻优 

图 4 模型超参数优化结果 

Fig.4 Results of model hyperparameter optimization 

为证明贝叶斯优化的优越性，本文在保持搜索

空间边界、迭代次数、数据划分及训练策略完全一

致的条件下，引入随机搜索与网格搜索作为对比，

不同优化方法的性能如表 4 所示。 

从表 4 中可以看出，在同样搜索次数下，贝叶

斯优化相比于其他超参数搜索方法可以获得更低

的 RMSE，且在迭代过程中可以更快收敛。 

表 4 不同超参数搜索方法对比 

Tab.4 Comparison of different hyperparameter search 

methods 

模型 方法 
前 20 次最优验证

RMSE/MW 

全程最优验证
RMSE/MW 

测试集
RMSE/MW 

LightGBM 

贝叶斯优化 3.437 3.314 2.539 

随机搜索 3.528 3.494 2.895 

网格搜索 3.773 3.516 2.746 

Transformer 

贝叶斯优化 5.484 4.477 3.017 

随机搜索 6.562 4.993 4.454 

网格搜索 6.331 5.052 4.647 

3.2 机组输出功率预测 

机组在所有采样点中功率整体变化范围基本

维持在 0~600 MW 附近，为表征机组在升降负荷过

程中的相对进度，构建分段进度特征。将功率轨迹

归一化并离散为 4 个连续的阶段，编号为 0~3，其

中前 3 段基于 0~450 MW 等分，第 4 段为 450 MW

至实际最大功率的区间。把进度特征与经 MIC 筛选

的数值特征共同用于预测机组输出功率。 

根据按进度与状态进行分组后的测试集，绘制

箱线图，其中 b0—b3 表示进度分段，S0 与 S1 分别

表示非稳态与稳态，箱体的边界分别表示下四分位

数和上四分位数，超出 1.5 倍四分位距范围的点记

为异常值，具体如图 5 所示。 

 
    a) 启机升负荷过程 LightGBM 模型绝对误差分布 

 

     b) 停机降负荷过程 Transformer 模型绝对误差分布 

图 5 启停不同进度与状态下的绝对误差箱线图 

Fig.5 Box plots of absolute error under different progress 

and states of start-stop operation 
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从图 5 可见：稳态部分误差更小且更集中，功

率仅有小幅波动且其余运行参数稳定；而非稳态部

分受参数变化与时序滞后的影响更大，误差不可避

免地偏高。 

因此重点优化非稳态阶段的数据，缩短启停时

间的实际收益主要来自非稳态时段的压缩，稳态区

间基本不受此类优化影响。在启停过程中分别选取

耗时最长的两段非稳态区间进行分析，其在验证集

和测试集上的残差分布如图 6 所示。 

图 6 所示的非稳态区间中，预测基本贴合真实

轨迹，残差基本维持在零线附近，说明模型精度足

以作为启停过程运行优化的代理模型。 

 

    a) 启机升负荷 0~283 MW 

 

    b) 启机升负荷 449~536 MW 

 

   c) 停机降负荷 431~345 MW 

 

   d) 停机降负荷 552~496 MW 

图 6 启停升降负荷过程残差随时间分布 

Fig.6 Distribution of residuals over time during start-stop 

load process 

为验证目标域分段划分策略的必要性，在相同

模型结构、特征集合与超参数配置下，设置 2 种评

估方案进行对比。方案 A 按稳态与非稳态连续区间

分段，方案 B 不进行分段而直接按时间顺序划分验

证集和测试集。2 种方案评估结果如表 5 所示。 

表 5 不同数据集划分方法评估指标对比 

Tab.5 Comparison of evaluation metrics for different 

dataset partitioning methods 

方案 源域 目标域 过程 MAE/MW RMSE/MW R2 

方案 A 

E1、E2 E3 启机 1.849 2.539 0.986 

E4、E5 E6 停机 1.838 3.017 0.959 

E1、E3 E2 启机 1.974 2.718 0.982 

E4、E6 E5 停机 2.097 3.347 0.953 

E2、E3 E1 启机 2.128 2.963 0.978 

E5、E6 E4 停机 2.189 3.583 0.948 

方案 B 

E1、E2 E3 启机 4.674 7.873 0.928 

E4、E5 E6 停机 4.238 8.267 0.883 

E1、E3 E2 启机 4.857 8.214 0.923 

E4、E6 E5 停机 4.419 8.617 0.878 

E2、E3 E1 启机 4.091 8.517 0.918 

E5、E6 E4 停机 4.712 8.963 0.869 

表 5 对比结果表明，方案 A 在预测误差上显著

优于方案 B，说明目标域内不同运行阶段的非平稳

性与分布差异会导致跨工况混合误差，而分段划分

能够提升跨月泛化能力并更贴近在线预测场景。 

随后构建 XGBoost、LightGBM、RF（random 

forest）、Transformer 4 个模型，分别针对启停过程

建模。4 个模型均采用贝叶斯优化确定超参数，使

用一致的数据划分与特征集合，最终得到非稳态部

分的整体预测效果对比如表 6 所示。由表 6 可知，

LightGBM 在启机升负荷过程中的误差最低，MAE

和 RMSE 分别为 1.849、2.539 MW；Transformer 在
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停机降负荷过程中的误差最低，MAE 和 RMSE 分

别为 1.838、3.017 MW。 

表 6 不同预测模型非稳态评估指标对比 

Tab.6 Comparison of non-steady-state evaluation metrics 

across different prediction models 

过程 模型 MAE/MW RMSE/MW R2 

启机升负荷 

LightGBM 1.849 2.539 0.986 

XGBoost 1.985 2.728 0.972 

RF 2.955 4.178 0.952 

Transformer 3.620 5.067 0.937 

停机降负荷 

LightGBM 3.210 6.032 0.940 

XGBoost 3.216 7.584 0.911 

RF 3.393 6.507 0.929 

Transformer 1.838 3.017 0.959 

结果表明，不同启停阶段对应的最优预测模型

存在差异。启机阶段负荷及主要参数变化相对集

中，LightGBM 更能刻画能功率与关键特征之间的

分段非线性关系；停机阶段持续时间更长，受热惯

性影响更明显，Transformer 更适于表征长时序依赖

与滞后特征。因此，采用启停差异化建模能够获得

更优预测性能。 

3.3 启停过程优化 

由于数据集划分将每个片段后 90%作为测试

集，因此优化从该时刻开始执行。实际运行中独立

可控变量主要为燃料量、总风量与给水量，允许其

取值在原始轨迹±5%范围内，其余被动变化参数仅

允许在原始轨迹±1%附近小幅波动，并约束变负荷

速率不超过原始速率的 105%。从 4 个过程中各取

2 个时刻，选取时刻的优化结果如表 7 所示。 

从表 7 中可以看出选取时刻的速率水平明显提

高，燃料消耗明显下降，把每个时间点的数据向前

滚动优化，按照得到的优化值轨迹输入预测模型

中，可得到如图 7 和表 8 所示的整体优化结果。 

表 7 启停升降负荷部分数据点优化结果 

Tab.7 Optimization results of selected data points for start-stop variable load part 

过程 所属片段 时刻 数据 总风量/(m3·h–1) 给水量/(t·h–1) 燃料量/(t·h–1) 功率/MW 变负荷速率/(MW·min–1) 

启机升负荷 

0~283 MW 

第 37.25 min 
实际值 1 280.35 909.49 156.40 190.25 11.53 

优化值 1 343.90 936.18 148.58 191.43 11.98 

第 65.25 min 
实际值 1 388.63 816.19 190.74 269.34 10.33 

优化值 1 457.71 856.46 181.21 272.26 10.81 

449~536 

MW 

第 18.75 min 
实际值 2 011.77 1 564.73 314.36 499.32 10.39 

优化值 1 976.96 1 503.04 298.65 503.52 10.90 

第 22.92 min 
实际值 2 020.55 1 551.06 308.57 503.93 9.12 

优化值 1 966.69 1 474.86 293.14 510.22 9.55 

停机降负荷 

431~345 

MW 

第 48.25 min 
实际值 1 699.10 1 269.80 240.79 393.10 –3.02 

优化值 1 705.31 1 220.27 229.38 391.35 –3.12 

第 66.75 min 
实际值 1 631.40 1 215.00 233.04 372.81 –3.21 

优化值 1 648.25 1 226.07 221.77 369.18 –3.37 

552~496 

MW 

第 46.50 min 
实际值 1 958.52 1 612.44 321.05 516.16 –2.74 

优化值 2 003.96 1 624.36 305.13 513.70 –2.87 

第 66.25 min 
实际值 1 951.62 1 604.86 318.77 513.20 –1.84 

优化值 1 999.73 1 630.11 306.31 508.99 –1.92 

 

a) 启机升负荷 0~283 MW 

 

b) 启机升负荷 449~536 MW 
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c) 停机降负荷 431~345 MW 

 

d) 停机降负荷 552~496 MW 

图 7 启停升降负荷整体优化结果 

Fig.7 Overall optimization results for start-stop variable load 

表 8 NSGA-II 整体优化结果 

Tab.8 Overall optimization results of NSGA-II algorithm 

过程 片段 原始时长/min 优化后时长/min 时间缩短/% 原始累计燃料量/t 优化后累计燃料量/t 燃料节省/% 

启机升负荷 
0~283 MW 69.42 65.58 5.53 175.44 168.77 3.80 

449~536 MW 30.83 29.92 2.95 158.85 153.62 3.29 

停机降负荷 
431~345 MW 96.58 91.83 4.92 390.45 376.54 3.56 

552~496 MW 94.08 86.58 7.97 506.48 488.83 3.48 

从图 7 和表 8 中可以得出，机组按照优化后的

运行参数轨迹运行可以实现启停升降负荷时间缩

短和燃料消耗降低。其中升负荷两片段时间平均缩

短 4.24%，燃料平均节省约 3.55%，降负荷两片段

时间平均缩短约 6.45%，燃料平均节省 3.52%，进

一步证明了该优化方法在工程中的实际意义。 

3.4 工程应用讨论 

本文给出的启停时间缩短比例和燃料消耗降

低幅度，均基于机组 DCS 历史运行数据的离线仿

真结果，反映了在既有运行边界内对启停方式进行

调整所能获得的潜在优化空间。由于启停调峰相比

于其他调峰方式频次更低，且受电网调度与安全运

行要求约束较强，因此基于运行数据的离线仿真分

析通常作为启停优化方法工程应用前的必要阶段。 

在实际 DCS 中，可执行的给定值优化轨迹可作

为运行决策的辅助参考使用，实时读取 DCS 关键

测点与机组状态后，利用训练得到的预测模型对功

率响应进行快速计算，并由 NSGA-II 在给定的安全

约束内生成未来短时域的推荐给定值轨迹，但启停

与深度调峰过程中仍存在多参数强耦合与运行特

性波动现象，后续研究可通过开展长期运行监测更

新模型，提升预测与优化系统的稳定性，在保证运

行可靠性的前提下逐步验证节能与提速效果。 

4 结  论 

本文针对燃煤机组在深度调峰背景下启停响

应慢、能耗高的难题，提出并验证了一种融合数据

驱动建模与优化算法的方法，主要得出以下结论。 

1）基于滑动窗口识别非稳态片段，并采用MIC

筛选关键特征，分别构建启机升负荷LightGBM与停

机降负荷Transformer预测模型并结合贝叶斯优化

寻优。启机升负荷LightGBM对功率的MAE和RMSE

分别为1.849、2.539 MW，停机降负荷Transformer对

功率的MAE和RMSE分别为1.838、3.017 MW。 

2）对比不同数据划分与不同模型结果表明，按

非稳态区间分段的目标域评估策略可显著提升跨

月泛化能力；同时，启机升负荷中LightGBM较

XGBoost对功率的MAE和RMSE分别降低6.85%和

6.93%，较RF分别降低37.43%和39.23%；停机降负

荷中 Transformer 较 LightGBM 对功率的 MAE 和

RMSE分别降低42.74%和49.98%，相比XGBoost分

别降低42.85%与60.22%。说明选取的模型更适合对

机组输出功率的预测。 

3）将预测模型嵌入NSGA-II进行变负荷速率与

燃料量双目标优化，离线仿真结果显示，在安全约束

下可实现启停升降负荷过程时间平均缩短约5.34%，

燃料消耗平均降低约3.53%，显著提升了机组调峰
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的灵活性与经济性。 
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